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Introduction

Dans une récente étude menée par I'Université Johns-Hopkins (M AKARYet D A-
NIEL, 2016), les erreurs médicales ont été identi ées comme la troisiéeme cause de
mortalité aux Etats-Unis. En Angleterre, 237 millions de patients sont victimes de ce
type d'erreurs chaque année. D'un point de vue économique, le colt international
annuel de ces accidents est estimé a 42 milliards de dollars (H ARKANEN et al., 2019).
Au vu de ces constatations, I'Organisation mondiale de la Santé (OMS) a lancé un
dé pour la sécurité des patients intitulé «  une médication sans erreurs »(SHEIKH et
al., 2017). ll vise au développement de diverses mesures relatives a la prise de déci-
sions cliniques, en particulier pour les médicaments jugés a haut risque tels que les
anticoagulants (C oMMISSION, 2019). Par la conception de dispositifs de soins favo-
risant la transmission des connaissances émergentes aux professionnels de santé,
il serait possible de réduire la fréquence de ces événements indésirables. A cet ef-
fet, les systemes d'aide a l'individualisation de thérapies se présentent comme des
outils pertinents (K AwaMOTO et al., 2005).

Contexte

L'hémostase

La coagulation du sang, ou hémostase est le phénoméne biologique qui a pour
but de limiter et de stopper une hémorragie causée par une bréeche vasculaire. Ce
systeme complexe repose sur un judicieux équilibre entre les voies pro-coagulantes,
responsables de la formation d'un caillot sanguin, et les voies anti-coagulantes qui
permettent de réguler et d'inhiber cette formation. Un déséquilibre de cette ba-
lance peut causer deux types de pathologies : les maladies thrombotiques d'une
part, qui sont dues a une suractivité du processus de coagulation et qui sont, par
exemple, a l'origine d'embolies pulmonaires, de cardiopathies ischémiques ou en-
core d'accidents vasculaires cérébraux; les maladies hémorragiques d'autre part,
qui sont induites par une sous-activité du processus de coagulation. Lhémophilie,
par exemple, est source de saignements spontanés (C HELLE, 2017).

Bien que la prévalence de ces pathologies soit relativement faible (inférieure a
1% de la population européenne pour les thrombophilies héréditaires induites par
des dé cits en inhibiteurs de la coagulation (P RESset al., 2002) et environ 0.01%
des hommes pour I'hémophilie (C HELLE, 2017)), elles sont facteur de morbidité et
de mortalité. Il est donc indispensable que les cliniciens soient en mesure de les
diagnostiquer et de les traiter ef cacement.
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Contexte

Les tests de routine : de mauvais prédicteurs du phénotype clinique

Il est courant d'évaluer le potentiel hémostatique d'un échantillon biologique en
utilisant des tests de laboratoires de routine tels que le temps de Quick ou le temps
de céphaline activée, ou encore par le biais de tests spéci ques permettant de quan-
ti er les concentrations unitaires des facteurs de la coagulation dans le plasma. Tou-
tefois, bien que ces tests occupent une place importante dans le diagnostic et le trai-
tement des dé cits en facteurs, ils ne sont pas en mesure de re éter rigoureusement
I'état de la balance hémostatique. Etant spéci ques a certaines étapes de la coagu-
lation, ils possedent un champ d'action restreint qui représente un frein a I'analyse
des relations inter-facteurs. Par conséquent, les résultats de ces tests traditionnels
ne fournissent gu'une étude partielle de la formation du caillot (L  ANCE, 2015).

Les tests globaux : des candidats prometteurs

Les tests globaux d'hémostase s'avérent étre de meilleurs prédicteurs des phé-
notypes cliniques patients. Basés sur une mesure continue de la viscosité du caillot
(thromboélastométrie/thromboélastographie initialement proposée par H ARTERT,
1948), ou sur le suivi temporel de la concentration d'une enzyme clé de la coagula-
tion (test de génération de thrombine abrégé GT qui a été proposé parM  ACFARLANE
et BIGGS, 1953 puis amélioré par H EMKER et al., 2003) ou encore sur 'analyse de la
cinétiqgue de formation du caillot (  clot waveform analysis initi€ée par B RAUN et al.,
1997), ces tests fournissent aux cliniciens une évaluation macroscopique du fonc-
tionnement du systeme de coagulation. De ce fait, de nombreuses études scienti-
gues les présentent comme des outils pertinents pour estimer les risques d'éve-
nements thrombotiques et hémorragiques (C ATE et al., 2017). lls sont notamment
décrits comme des candidats prometteurs pour améliorer la gestion des hémorra-
gies aigués, des thromboses veineuses ou encore pour l'inversion de médicaments
anticoagulants dans des contextes d'urgences médicales (B RINKMAN, 2015). Leur
utilisation permettrait notamment d'éviter des surdosages ou des transfusions in-
utiles et ainsi de diminuer les co(ts des traitements tout en améliorant la qualité
des soins.

Les tests globaux : une absence de standardisation

Cependant, bien gu'ils présentent un intérét non négligeable pour la prise en
charge personnalisée de patients victimes de troubles hémostatiques, les tests glo-
baux manquent de standardisation. Au vu de leur forte sensibilité aux étapes pré-
analytiques et compte tenu des variabilités intra- et inter-laboratoires, la problé-
matique de la reproductibilité des résultats est primordiale (L OEFFEN et al., 2012).
Par conséquent, les tests globaux nécessitent d'étre standardisés avant de pouvoir
étre employés a grande échelle en études cliniques (L ANCE, 2015). De cette absence
d'utilisation résulte une méconnaissance des tests globaux (B RINKMAN, 2015), ils
demeurent ainsi dif cilement interprétables par des cliniciens non experts du do-
maine.
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Une perspective : les systémes d'aide a la prise de décisions cliniques

Pour faire face a cette complexité, il convient de favoriser la transmission de
connaissances émergentes aux professionnels de santé. Dans cette optique, les sys-
temes d'aide a la prise de décisions cliniques ( Clinical Decision Support System ou
CDSS en anglais; (KAPLAN, 2001 ; KaswAMOTO et al., 2005)) s'averent pertinents. Axés
sur la gestion de regles expertes ou d'informations statistiques, ils ont pour objec-
tif d'assister les cliniciens dans I'analyse de données biologiques complexes et dans
I'élaboration de diagnostics ou de décisions thérapeutiques. Facilitant alors la dé-
nition de traitements patient-spéci ques, ils ménent a une réduction du risque
d'erreurs médicales. L'utilisation de ces systémes informatiques permet, par consé-
quent, d'améliorer la qualité des soins tout en diminuant les colts des traitements.

Problématique

Dans le cadre de cette thése, nous concentrons nos travaux sur l'utilisation des
CDSS pour la mise en place et le suivi de traitements médicamenteux de troubles de
la coagulation du sang. En associant un test global d'hémostase a un CDSS, le but
est ainsi de fournir aux cliniciens un outil pouvant les assister dans leurs démarches
d'individualisation de thérapies. En d'autres termes, nous souhaitons prédire de
maniére automatique la dose minimale de médicament suf sante pour diminuer
le risque hémorragique ou thrombotique chez un patient victime d'un trouble de
I'hnémostase. Les enjeux d'une telle optimisation sont doubles, a savoir : I'amélio-
ration de la qualité des soins et des résultats thérapeutiques tout en diminuant les
codts de traitements.

Comme lillustre la gure (1), notre problématique se modélise donc naturel-
lement sous la forme d'une régression du type p(yjx) ou x est le résultat du test
global du patient et y estla dose optimale de médicament a lui administrer. D'ordi-
naire, la réponse a un tel probleme consiste en une fonction y ZAf (x) ou laregle f
estissue de connaissances expertes. Elle pourrait sinon étre établie a partir de don-
nées issues de patients malades, sous traitement ou non, pour lesquels les couples
{x,y}auraient été déterminés par évaluations cliniqgues. Néanmoins, au vu des forts
colts temporels et économigques nécessaires a la construction d'une cohorte spéci-
gue et a la génération de ces données, cette approche ne peut étre envisagée dans
le contexte de cette thése.

FIGURE 1 —Modélisation de la problématique sous la forme d'une régression.
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Proposition biologique

Proposition biologique

A n de contourner ce besoin d'évaluations cliniques, nous avons songé a tirer
pro t du caractere prédictif de ces nouveaux tests biologiques que sont les tests
globaux. Comme illustré en gure (2), nous proposons de répondre a ce probléme
de régression en utilisant un systéme d'optimisation en boucle fermée contenant
un modeéle conditionnel, un modéle de détection de nouveautés et un algorithme
d'optimisation stochastique.

FIGURE 2 — Principe de fonctionnement de notre proposition de CDSS. Au sein de ce
schéma, les boites pleines illustrent les trois modéles envisagés, celle en ligne continue re-
présente la valeur réelle du test biologique et celles en lignes pointillées sont associées aux
valeurs estimées.

Dans l'intention de prédire la dose minimale suf sante pour limiter le risque
hémorragique ou thrombotique chez un patient victime d'un trouble de I'hémo-
stase, nous proposons d'optimiser sa posologie de maniére itérative. A cet effet, il
convient tout d'abord de caractériser l'impact que I'administration d'une dose de
médicament pourrait avoir sur ce risque d'accident. Compte tenu de notre contexte
d'application, nous avons envisagé de répondre a ce sous-probléme de régression
par la mise en série de deux systémes.

Le role du premier est de quali er I'impact qu'une administration médicamen-
teuse pourrait avoir sur le résultat du test global du patient. Il s'agit d'un modéle
conditionnel ayant pour but de répondre a une tache dutype  p(yjx,c) ou c estune
dose de médicament, x est le résultat biologique initial du patient et y est celui du
test réalisé a posteriori de cette administration. Pour développer un tel modéle, nous
devrons disposer d'une base de données composée de tests globaux patients, de
surcharges en termes de concentration de médicaments et des tests biologiques ré-
sultants.

Le second systéme a quant a lui pour but de quanti er le risque d'accident as-
socié a un résultat de test global et, en I'occurrence, a celui résultant de cette admi-
nistration. A n de faire abstraction du besoin d'évaluations physiologiques, nous
proposons de le développer par l'intermédiaire d'un modéle de détection de nou-
veautés. En d'autres termes, cette seconde tache sera pergue comme un probléme
de classi cation au sein duquel le comportement du résultat biologique sera com-
paré a celui d'un ensemble de référence. Du fait que les patients sains sont par dé -
nition associés a des risques d'accidents nuls, ils se présentent comme des éléments
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de référence dans notre cas d'étude. Il conviendra donc de dé nir cet ensemble de
comparaison a partir de résultats des tests globaux de patients sains. Compte tenu
du caractere prédictif de ces tests biologiques, le risque d'accident associé au ré-
sultat d'un test pourra étre déduit du degré de nouveautés ainsi obtenu. En outre,
l'intérét de cette approche est double, a savoir : contourner le besoin d'évaluation
clinique et pallier la faible prévalence des pathologies étudiées (P IMENTEL et al.,
2014).

Par la juxtaposition de ces deux modeéles, nous sommes en capacité de prédire
le risque d'accident résultant de I'administration d'une dose de médicament a un
patient malade. Nous chercherons alors a minimiser ce risque par ajustement ité-
ratif de la posologie. Pour ce faire, nous proposons d'employer un algorithme d'op-
timisation stochastique (M ULLER-M ERBACH, 1981) tel qu'une métaheuristique bio-
inspirée (B INITHA et SIVA SATHYA, 2012).

Du fait de I'absence de regles expertes au sujet de I'analyse multivariée des tests
globaux, le développement de cette proposition de CDSS nécessite 'utilisation de
méthodes statistiques. Pour ce faire, il convient d'extraire des prédicats caractéris-
tiques de ces résultats biologiques en adoptant une démarche de réduction dimen-
sionnelle. Dans cette méme intention, les biologistes du domaine ont cherché a'y
identi er des caractéristiques discriminantes en se basant sur des grandeurs phy-
siques connues telles que le temps, I'amplitude ou encore la vitesse. Néanmoins,
bien que cette approche soit pertinente, elle s'avére limitée au vu du manque de
standardisation des tests globaux et des problémes de reproductibilité qui en ré-
sultent (Francois L AssoNet al., 2019). A n d'exploiter pleinement ces sources d'in-
formation décrites comme révélatrices des phénotypes cliniques des patients, il
est pertinent d'en extraire des caractéristiques fortement abstraites en utilisant des
techniques d'apprentissage automatique. D'apres la littérature, les modéles pro-
fonds sont capables de représenter de maniére compacte des fonctions hautement
non-linéaires (B ENGIO, 2009 ; GOODFELLOW etal., 2016). lls se présentent donc com-
me des candidats prometteurs pour pallier la complexité d'interprétation des tests
globaux. Par ailleurs, les stratégies d'apprentissage non supervisées telles que celle
des auto-encodeurs (abrégés AE et parfois appelés réseaux auto-associatifs) sont a
privilégier dans des contextes ou les données sont colteuses (Yann L ECuUN et al.,
2015). Par conséquent, nous utiliserons la forme profonde de ces derniers pour dé-
velopper les modéles conditionnels et de détection de nouveautés qui composent
notre proposition CDSS.

Verrous scienti ques

Dans le cadre de ces travaux de thése, nous allons évaluer les intéréts que pré-
sentent les AE profonds pour les systémes d'aide a l'individualisation de thérapies.
Aprés avoir mis en évidence l'applicabilité de ces modéles non supervisés a notre
proposition biologique, nous allons nous intéresser a la procédure d'optimisation
de leur architecture profonde. De cette étude va toutefois résulter une double dif -
culté.
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Organisation du mémoire

Premiérement, les fonctions objectives de ces modeéles sont des fonctions forte-
ment non convexes qui possedent de nombreuses régions critiques. A n d'y faire
face, c'est-a-dire éviter qu'elles n'impactent drastiquement la convergence des mé-
thodes d'optimisation, il convient d'initialiser les réseaux de maniére pertinente. A
cet effet, nous avons souligné les apports des stratégies d'initialisation basées sur
l'apprentissage automatique. Au vu de la spéci cité de notre problématique biolo-
gique, l'algorithme de pré-entrainement non supervisé s'est avére étre la solution la
plus pertinente. Néanmoins, bien qu'il soit applicable dans le cas de I'AE profond
purement non supervisé que nous utiliserons a des ns de détection de nouveau-
tés, son principe de fonctionnement n'est pas adapté aux AE conditionnels. Dans la
mesure ou aucune méthode d'initialisation de ces modéles n'est présentée dans la
littérature, nous faisons face a un premier verrou scienti que.

Est-il possible de pré-entrainer un AE conditionnel?

Deuxiemement, une grande combinatoire est associée a l'optimisation hyper-
paramétrique des réseaux composés de plusieurs couches cachées. Par conséquent,
les stratégies de recherche opérationnelle basées sur des méthodes essai-erreur
s'averent peu pertinentes dans le cas d'AE profonds. Pour remédier a cette dif culté,
les chercheurs du domaine suggeérent d'ajuster dynamiquement les paramétres et
les hyper-paramétres des réseaux. Dans cette intention, nous avons introduit I'ap-
prentissage incrémental et la procédure de génération aléatoire des taux d'appren-
tissage nommée ALRAO. Cependant, outre le fait que la combinaison de ces tech-
nigues n'ait pas encore été étudiée par les chercheurs du domaine, les proposi-
tions d'AE incrémentaux que nous avons détaillées s'avérent limitées dans notre
cas d'étude. Du fait qu'aucune solution optimale ne soit recensée dans la littéra-
ture, nous faisons face a un second verrou scienti que.

Pouvons-nous optimiser les AE profonds par le biais d'une stratégie quasi auto-
nome basée sur 'apprentissage incrémental et la procédure de génération aléa-
toire des taux d'apprentissage ?

Organisation du mémoire

Ce manuscrit de thése s'articule autour de trois grands chapitres : une étude
bibliographique permettant d'introduire les concepts théoriques nécessaires a la
compréhension de ce mémoire (chapitre 1), la présentation des propositions que
nous avons envisagées pour répondre aux verrous scienti ques rencontrés (cha-
pitre 1), et en n une application de ces derniéres a la prise en charge personnalisée
du patient hémophile par le test de génération de thrombine (chapitre IlI).

Chapitre | - Etude bibliographique

La section 1 présente le principe de fonctionnement des AE simples et leur ap-
plicabilité & notre proposition biologique.

La section 2 met en évidence l'intérét des architectures profondes avant de faire
I'état de I'art des solutions envisageables pour remédier aux complexités d'optimi-
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sation paramétrique et hyper-paramétrique.

La section 3 est une revue des méthodes d'optimisation stochastique et plus pré-
cisément, des métaheuristiques bio-inspirées.

Une discussion générale est présentée en section 4. Elle synthétise le contenu de
ce premier chapitre et souléve les deux verrous scienti ques rencontrés.
Chapitre Il - Propositions

Dans la section 5, nous détaillons la procédure de notre proposition de pré-
entrainement conditionnel.

Quant a la section 6, nous y présentons notre proposition de stratégie d'opti-
misation basée sur l'apprentissage incrémental. Pour ce faire, nous traitons tout
d'abord le cas des AE simples avant de considérer celui des architectures profondes.

Chapitre Il - Application
En n, la section 7 développe I'application de nos propositions ala prise en char-
ge personnalisée du patient hémophile A sévere sans inhibiteur. Les performances

des trois modéles qui composent notre CDSS sont évaluées sur des données géné-
réesin silico etinvitro .

La conclusion dresse un bilan des résultats obtenus et ouvre des perspectives
pour des travaux futurs.
Lannexe A détaille la construction de la base de données in silico

Lannexe B présente les travaux associés a l'élaboration de la base de données in
Vitro .
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CHAPITRE

Etude bibliographique

Résumé Au sein de cet état de I'art, nous avons concentré nos efforts de recherche
sur les deux méthodes qui ont été envisagées pour développer notre proposition
de CDSS. Dans ce dessein, nous avons présenté le principe de fonctionnement des
AE simples avant de mettre en évidence leur applicabilité a notre contexte biolo-
gique. Au vu de la faible prévalence de certaines pathologies de I'hémostase et de
la complexité d'interprétation des tests globaux, il nous a ensuite semblé pertinent
d'introduire les AE profonds. Nous avons alors exposé l'intérét théorique de ces mo-
déles avant de souligner les dif cultés associées a leur optimisation paramétrique
et hyper-paramétrique. Dans l'intention d'obvier a ces dernieres, diverses stratégies
ont été envisagées par les chercheurs du domaine. De leur étude ont émergé deux
verrous scienti ques : 1) l'algorithme de pré-entrainement non supervisé n'est pas
applicable au cas du modeéle conditionnel; 2) les AE incrémentaux issus de la lit-
térature présentent des limites dans notre cas d'étude. Suite a cette analyse, nous
nous sommes intéressés aux méthodes d'optimisation stochastique, et plus parti-
culierement aux métaheuristiques bio-inspirées. Il en a résulté I'optimisation multi-
objectif par essaims particulaires, un algorithme basé sur l'intelligence distribuée et
I'équilibre de Pareto que nous utiliserons au sein de notre proposition CDSS.

La proposition que nous avons envisagée pour répondre au probléme d'indi-
vidualisation de thérapies consiste en un CDSS utilisant les tests globaux. Comme
nous I'évoquions en introduction, elle se présente sous la forme d'un systéme d'op-
timisation en boucle fermée dont la structure peut étre divisée en deux parties. La
premiére d'entre elles, qui correspond a la mise en série d'un modéle condition-
nel et d'un modéle de détection de nouveautés, a pour but de quali er l'impact de
I'administration d'une dose de médicament sur le risque hémorragique ou throm-
botique d'un patient. Compte tenu des dif cultés induites par ce contexte d'appli-
cation, nous avons proposé d'implémenter ces derniers par le biais d'AE profonds.
En ce qui concerne la seconde partie, elle consiste en un algorithme d'optimisation
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1. Une brique de base de I'apprentissage automatique : I'auto-encodeur

multi-objectif. Son rdle est de déterminer la dose de médicament minimale suf -
sante pour assurer la disparition des symptémes, c'est-a-dire minimiser le risque.

Du fait de la place centrale que I'AE occupe dans notre proposition de CDSS, |l
semble primordial d'en expliciter le fonctionnement. En premier lieu, nous intro-
duirons I'AE simple, c'est-a-dire composé d'une unique couche cachée. Pour ce
faire, nous en présenterons la structure générale ainsi que la procédure d'optimi-
sation. Au sein de la seconde section, nous nous intéresserons ensuite aux AE com-
posés de plusieurs couches cachées. Nous exposerons les multiples avantages que
présentent ces architectures profondes avant d'évoquer les complexités associées a
leur optimisation paramétrique et hyper-paramétrique. Il conviendra alors de dé-
tailler diverses solutions que les chercheurs du domaine ont envisagées pour remé-
dier a cette double dif culté. En n, une derniére section sera consacrée aux algo-
rithmes d'optimisation stochastique. Nous y présenterons le fondement des méta-
heuristiques bio-inspirées en concentrant nos efforts sur les algorithmes d'optimi-
sation multi-objectif par essaims patrticulaires.

1 Une brique de base de 'apprentissage automatique :
l'auto-encodeur

Au travers de cette section, nous souhaitons expliciter le principe de fonction-
nement de I'AE simple. A cet effet, nous en présenterons tout d'abord l'origine : le
réseau de neurones a propagation avant ( FeedForward Neural Network ou FFNN en
anglais). Grace al'introduction des divers concepts théoriques qui sont associés a ce
modele de référence, nous pourrons aisément mettre en évidence la spéci cité de
I'AE. Il conviendra alors d'exposer le principe de reconstruction hon supervisé sur
lequel repose la structure générale de leur réseau. Par la dé nition des contraintes
dimensionnelle et opérationnelle qui résultent de leur architecture, nous verrons
ensuite que ces modeéles sont capables d'extraire des prédicats caractéristiques de
données d'apprentissage non étiquetées. Nous devrons pour ce faire, détailler les
diverses étapes de leur procédure d'optimisation. En n, nous montrerons que ces
modéles sont également adaptés aux taches de détection de nouveautés telle que
celle rencontrée dans notre cas d'étude.

1.1 Unréseau de neurones a propagation avant

Les FFNN sont des modeles d'apprentissage automatique supervisés. lls ont
pour objectif d'approximer une fonction y Zf °(x) par le biais d'une fonction para-
métrique y Af (X, ) ou p est optimisé par un principe d'entrainement. Ils reposent
sur la théorie gu'une fonction complexe f° puisse étre décomposée en plusieurs
fonctions simples. Cela signi e qu'il est possible de concevoir  f comme une imbri-
cation de fonctions paramétriques. Dans ce sens, l'architecture d'un FFNN est une
structure en chaine au sein de laquelle I'information se propage depuis l'entrée jus-
gu'ala sortie.
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FIGURE |.1 — Graphe d'un FFNN dans lequel les nceuds représentent les unités indépen-
dantes tandis que les eches illustrent les relations inter-unités. Ces relations sont unidirec-
tionnelles et dirigées de l'entrée vers la sortie. Le réseau présenté dans cet exemple posséde
une unique couche cachée composée de deux unités. Le nombre de couches dé nit la pro-
fondeur de I'architecture. Lorsqu'il n'y en a qu'une, elle est quali ée de « simple » sinon elle

est dite « profonde ». Le nombre d'unités dé nit quant a lui la largeur de I'architecture. Par
ailleurs, les individus de la base de données sont ici des couples{ x,y}dans lesquels x estun
vecteur composé de deux parametres et y est une variable.

Commeillustrée en gure (1.1), cette architecture est composée de deux couches
visibles et d'une ou plusieurs couches cachées.
Les couches visibles correspondent a I'entrée et a la sortie du modéle. Lors de la
phase d'apprentissage, elles sont associées aux couples {x, y} présents dans la base
ou x estune donnée d'entrée et y une étiquette. Lors de l'inférence, seule x est four-
nie au modeéle qui se charge de prédire y par application de la fonction f.
Les couches cachées consistent, quant a elles, en des vecteurs d'unités indépen-
dantes dont le réle est de synthétiser les prédicats intermédiaires (Y. L ECUN et FO-
GELMAN-SOULIE, 1987). Chacune de ces unités cachées est en relation unidirection-
nelle avec celles de la couche inférieure. Ces relations se traduisent par l'intermé-
diaire de connexions pondérées dont les valeurs sont optimisées au cours de I'en-
trainement. Compte tenu de ce principe, il est possible de comparer le comporte-
ment des unités a celui des neurones biologiques. Elles sont donc appelées neu-
rones arti ciels (G OoDFELLOW et al., 2016).
A n de déterminer la valeur d'une unité, c'est-a-dire le degré d'activation, il est
tout d'abord nécessaire de calculer la somme pondérée de ses entrées. La valeur
ainsi obtenue, nommée degré de pré-activation, est ensuite injectée dans une fonc-
tion non-linéaire dite d'activation. De ce fait, la valeur vectorielle d'une couche ca-
chée résulte de la composition d'une transformation af ne, dont les paramétres ont
été déterminés par apprentissage, et d'une fonction d'activation non-linéaire. Cette
composition est exprimée en équation (1.1) dans laquelle " est la fonction d'acti-
vation utilisée, h" est le degré d'activation de la niéme couche cachée et h"i ! est
celui de la couche inférieure. W" est la matrice de poids, elle regroupe I'ensemble
des connexions associées aux neurones de cette nieme couche. Enn, c" estun vec-
teur de biais. Il a pour réle d'assurer la propagation du gradient lors de la phase
d'apprentissage.

h" £f"(W"h" TAc") (1.1)

MEMOIRE DE THESE 3



1. Une brique de base de I'apprentissage automatique : I'auto-encodeur

Le dernier point a considérer pour compléter le réseau concerne les unités de
sortie du modéle. De maniére analogue aux couches cachées, la valeur de pré-acti-
vation de ces neurones est obtenue par une transformation af ne. Cependant, an
d'étre en mesure de prédire I'étiquette vy, cette couche visible posséde une trans-
formation supplémentaire. Lorsque Yy est une variable catégorielle, c'est-a-dire que
le FFNN est utilisé dans une optique de classi cation, ces valeurs de pré-activation
sont nommées logits. Dans ce cas, la fonction exponentielle normalisée est appli-
guée a la suite de la transformation af ne de fagon a attribuer des probabilités dé-
cimales a chaque catégorie. Ce type d'unités de sortie est appelé softmax. Lorsque vy
est une variable continue ou binaire, il convient d'utiliser respectivement des unités
de sortie linéaires ou sigmoides.

D'apres la littérature, il existe une pluralité de fonctions d'activation. D'un point
de vue historique, les premiéres a avoir été proposées sont les fonctions d'activa-
tion tangente hyperbolique et sigmoide. Compte tenu de leurs similitudes sur le
plan mathématique, le comportement de ces derniéres est sensiblement identique
(NG, 2017). Comme illustrées en gure (1.2), elles sont globalement linéaires lorsque
la valeur absolue du degré de pré-activation est faible, mais saturent dans le cas de
valeurs élevées. Dans la suite de cette étude bibliographique, nous montrerons que
ces saturations engendrent une annulation des dérivées, ce qui s'avere étre un frein
a l'application d'algorithmes d'apprentissage basés sur le calcul du gradient. De ce
fait, elles sont généralement déconseillées dans le cas des FFNN.

FIGURE |.2 — Représentation des fonctions d'activation tangente hyperbolique, sigmoide et
ReLU (courbes bleues) ainsi de leur dérivée (courbes orange).

Celle qui est classiguement recommandée est I'Unité de Recti cation Linéaire
(abrégée RelLU et illustrée en gure (1.2)). Proposée par N AIR et Geoffrey E. HIN-
TON, 2010, il s'agit d'une fonction linéaire par partie qui est dé nie par I'équation
(1.2) ou x est un degré de pré-activation. Elle possede donc le pouvoir contractif
des fonctions non-linéaires tout en ayant l'avantage des fonctions d'activation li-
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néaires, a savoir faciliter I'application d'algorithmes basés sur le gradient. Toutefois,

il convient de mentionner que la dérivée de cette fonction est nulle pour I'ensemble
des degrés de pré-activation négatifs. Des vecteurs de biais non nuls doivent alors
étre utilisés pour éviter une annulation du gradient et donc assurer la modi cation
des paramétres au cours de la phase d'apprentissage. De ce fait, diverses amélio-
rations de ReLU ont été proposées dans la littérature. Les bien connues Parametric
ReLU (HE et al., 2015b) et le ELU (CLEVERTet al., 2015) permettent par exemple de
contourner cette limite.

y Amax{0,x} (1.2)

1.2 Un modéle non supervisé

L'auto-encodeur est un cas particulier des FFNN. Initialement proposé dans les
travaux de thése de Yann Lecun (Y. LECUN et FOGELMAN-SOULIE, 1987), ce mo-
dele paramétrique de référence est capable d'extraire des prédicats caractéristiques
d'une base de données d'apprentissage non étiquetée (G ERON, 2017). Il s'agit donc
d'un modeéle non supervisé.

FIGURE |.3 — Graphe d'un AE simple. Les nceuds correspondent aux couches du modeéle
tandis que les éches orientées illustrent les matrices de poids. En comparaison avec la -
gure (1.1), I'intérét de ce type de représentation est qu'elle permet de représenter ef cace-
ment des réseaux larges et/ou profonds.

Commeillustrée en gure (1.3), sa structure générale est composée de deux sous-
modeéles. Le premier a pour réle d'encoder la donnée d'entrée  x par le biais d'une
fonction paramétrique f telle que décrite en équation (1.3) ou les parametres
Hencodeur SONt optimisés par apprentissage. Dans cette derniere, h représente I'uni-
gue couche cachée de I'AE nommée « code ». Le second modéle consiste quant & lui
en une fonction de décodage notée g. Telle que I'exprime I'équation (1.4), il vise a
reconstruire la donnée d'entrée par l'intermédiaire de sa représentation interne h.
La donnée résultante de la mise en série de ces deux modeéles (équation (1.5)) cor-
respond a la sortie de I'AE.
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Les architectures associées aux fonctions paramétriques f et g peuvent également
étre profondes. Nous en expliciterons les avantages et les inconvénients dans la
suite de I'étude bibliographique. Dans cette section, seule la forme simple de ce
modéle est considérée, c'est-a-dire un AE composé d'une unique couche cachée.

h Z&f (X, Hencodeur) (1.3)
r Ag(h,Udécodeur) (1.4)
r Ag(f (X, Hlencodeur), Mdécodeur) (1.5)

Bien que la tache de reconstruction d'un AE puisse sembler inutile & premiére
vue, elle est pourtant & la base de sa stratégie d'apprentissage non supervisée. En
réalité, l'intérét de ce modéle ne se situe pas dans son aptitude a reconstruire des
données d'entrainement non étiquetées, mais dans sa capacité a les représenter ef-
cacement. Cependant, du fait que le décodeur g soitfonctiondu code h, I'erreur de
reconstruction permet d'estimer indirectement la pertinence des caractéristiques
extraites. Ce principe d'évaluation est viable a I'unique condition que les fonctions
d'encodage et de décodage ne se résument pas a de triviales fonctions identités.
Dans une telle situation, le modéle ne serait aucunement généralisable. A n d'évi-
ter ce cas, il est nécessaire de contraindre la dimension de h.

Dans ce sens, il existe deux représentations possibles de l'architecture d'un AE
(cf. gure (1.4)). Elle est dite sous-compléte ( undercomplete en anglais) lorsque la
dimension de la couche cachée h est inférieure a celle de la donnée d'entrée x et
sur-complete ( overcomplete) dans les autres cas.
Historiguement, c'est la représentation sous-compléte de I'AE qui a été proposée
dans les travaux de Y. LECUN et FOGELMAN-SOULIE, 1987. Dans le cas d'unités ca-
chées linéaires, cette contrainte dimensionnelle vise a pénaliser la fonction de dé-
codage a n d'accroitre la pertinence de l'information extraite par I'encodeur. En
d'autres termes, ce goulot d'étranglement permet de forcer le réseau a extraire des
caractéristiques discriminantes de la distribution des données d'apprentissage, ce
qui permet de réaliser de la réduction dimensionnelle. Comme indiqué dans G = O-
ODFELLOW et al., 2016, un tel AE couvre le méme espace de projection gqu'une ana-
lyse en composante principale (abrégée ACP). Lorsque ses unités cachées sont non-
linéaires, I'AE peut alors étre considéré comme une généralisation non-linéaire de
I'ACP (Geoffrey E HINTON et SALAKHUTDINOV , 2006). Dans ce cas, compte tenu du
caractere contractif de ces fonctions d'activation, la contrainte dimensionnelle in-
duite par une architecture sous-compléte n'est pas une condition nécessairement
suf sante a I'extraction de caractéristiques discriminantes. Il devient alors indis-
pensable d'évaluer I'erreur de généralisation du modeéle sur un jeu de données dis-
tinct de son ensemble d'entrainement.
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FIGURE |.4 — lllustration des deux représentations possibles d'un AE. Larchitecture de
gauche est dite sous compléte dans la sens ou sa couche cachée h est contrainte dimension-
nellement. On parle de goulot d'étranglement. LAE de droite est quant a lui sur-complet. La
largeur de sa couche cachée peut étre identique ou supérieure a la taille de la donnée d'en-
trée.

La représentation sur-compléte a quant a elle fait une apparition plus tardive. Ini-
tiée par les travaux de P. VINCENT et al., 2008, elle fait suite a I'algorithme de pré-
entrailnement non supervisé qui a été proposé par Hinton en 2006 (G. E. H INTON
et al., 2006). Nous détaillerons le principe de cet algorithme glouton en section (2)
de I'étude bibliographique. A l'inverse des architectures sous-complétes qui forcent
I'extraction de caractéristiques par le biais d'une contrainte dimensionnelle, les AE
sur-complets s'appuient sur un principe de régularisation pour parvenir a ces mé-
mes ns. Cette régularisation consiste en une modi cation de la fonction de codt

qui est utilisée par l'algorithme d'apprentissage. Cela a pour effet de doter les AE de
propriétés supplémentaires. Certains auront par exemple une fonction de décodage
robuste aux variations de h (P. VINCENT et al., 2008) et d'autres, une fonction d'en-
codage capable de résister a de faibles perturbations de x (RIFAI etal., 2011). Par ce
principe, il est également possible d'utiliser des AE pour répondre des critéres an-
nexes supervisés (NG, 2017). Une telle architecture est présentée en gure (1.5).

FIGURE |.5 — Graphe d'un AE régularisé entrainé de maniére a répondre a un critére super-
visé tel que y Aa(h,u,) ou a est une fonction paramétrique. La distribution des données
de sortie p(y) peut étre de Bernoulli (variable binaire), multinoulli (variable catégorielle) ou
gaussienne (variable(s) continue(s)).
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Il convient également de mentionner un AE régularisé de par la nature de sa
couche cachée : 'auto-encodeur variationnel (  variational autoencoder abrégé VAE;
DoERscH 2016). Il s'agit d'une variante générative et probabiliste de ce modéle
non supervisé. Le code h de son réseau est obtenu par le biais d'un générateur de
nombres pseudo-aléatoires de loi normale N (1 ,%) ou ! et ¥%sont déterminés par
apprentissage. De ce fait, la distribution de sortie du VAE est  pgécodeur (Xjh) oU h est
échantillonné aléatoirement. Une extension conditionnelle de ce modéle (hommée
conditional VAE ou CVAE) a été proposée dans la littérature (D. K INGMA et al., 2014;
SOHN et al., 2015). Elle permet de contrdler la génération telle que  pgecodeur (Xjh,C)
ou c est une variable catégorielle ou continue représentant une condition. Néan-
moins, bien que ces modéles génératifs aient suscité un engouement récent aupres
de la communauté scienti que du domaine, ils n‘ont pas été développés pour ré-
pondre a des problemes dutype p(yjx,c). lls ne seront donc pas traités dans la suite
de ce mémoire.

1.3 Procédure d'optimisation

En vue d'appliquer des AE a notre proposition biologique, il est nécessaire de
comprendre plus précisément comment des réseaux sur-complets et non-linéaires
parviennent a extraire des représentations utiles de distributions de données. Au
sein de cette sous-section, nous allons donc exposer le principe de leur procédure
d'optimisation. Comme énoncé dans les travaux de Y. Lecun (Y. L ECUN et FOGEL-
MAN-SOULIE, 1987), la phase d'apprentissage vise a coder l'information utile dans
un réseau de neurones de maniére compacte et distribuée. A cet effet, il convient de
dé nir les hyper-parameétres du modele a priori . Dans le cas d'un AE, ces regles de
conception concernent le choix de l'algorithme d'apprentissage, de la fonction de
co(t, de l'architecture du réseau et ses diverses fonctions d'activations.

1.3.1 Algorithme d'apprentissage

Principe  Les algorithmes d'apprentissage automatique sont des méthodes d'op-
timisation utilisées pour ajuster les parameétres d'un réseau de neurones. Dans |'op-
tique d'en maximiser les performances, ces algorithmes cherchent a minimiser une
fonction d'évaluation intermédiaire appelée fonction de colt et notée J(u). Cette
métrique, qui se doit d'étre corrélée aux performances du modele, est détaillée dans
la suite de cette sous-section.

La méthode classiqguement utilisée dans le cas des FFNN et des AE est l'algorithme
de descente de gradient (RUMELHART et al., 1986). Cette derniére, qui consiste en
une évaluation du gradient sur un ensemble de données d'apprentissage, a pour
objectif de minimiser J(1) de maniére itérative. Elle peut étre réalisée en ligne, par
lot ou par mini-lot. La premiére approche, quali ée de stochastique, consiste a cal-
culer le gradient pour chaque donnée. Elle s'avére ef cace d'un point de vue com-
putationnel mais ne fournit pas une estimation trés précise du gradient. Dans la se-
conde, le gradient est calculé sur I'ensemble des données d'apprentissage. Cette ap-
proche, qui est jugée intéressante pour son caractére déterministe, peut néanmaoins
s'avérer particulierement colteuse en temps de calcul dans le cas de bases d'ap-
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prentissage volumineuses. La derniére approche, dite par mini-lot ( mini-batch ), se
présente comme une alternative aux deux premieres. Elle s'appuie sur une subdivi-
sion de la base d'apprentissage en divers sous-ensembles distincts. Le gradient est
alors calculé de maniére itérative sur chacun de ces groupes d'exemples.

La taille des mini-lots est choisie en fonction du volume de données, du nombre de
parameétres a optimiser et de la con guration matérielle. Lorsqu'un processeur gra-
phique est utilisé, il est conseillé dans la littérature de choisir une taille égale a 2
avec5- n- 8(GooDFELLOW etal., 2016). A savoir qu'il est également possible de se
tourner vers des tailles de mini-lot adaptatives (Y Aoetal., 2018).

Sous réserve que la base de données ne soit pas trop volumineuse, il est possible
de réutiliser plusieurs fois les mémes données pour tenter de poursuivre la minimi-
sation de J(u). Chaque passage sur I'ensemble des échantillons d'apprentissage est
appelé une epoch. Lorsque ce principe est employé, I'ordonnancement des don-
nées doit étre modi é aléatoirement & chaque epoch pour éviter d'introduire un
biais dans l'apprentissage. Par ailleurs, seule la premiere epoch permet d'obtenir
un gradient non biaisé de l'erreur de généralisation. A n d'éviter un potentiel sur-
ajustement des parameétres du réseau, il est alors nécessaire de dé nir un critére
d'arrét de l'algorithme d'apprentissage. En regle générale, il convient d'évaluer la
généralisation du modéle au cours de I'entrainement par le biais d'un jeu de don-
nées annexe. Un critére d'arrét basé sur cette approche est quali é de précoce ( early
stopping en anglais) (PRECHELT, 1996).

Dans la pratique, les fonctions de colt considérées sont généralement non-linéaires.
De ce fait, la convergence de I'algorithme d'apprentissage n'est pas toujours garan-
tie. Deux facteurs d'in uence doivent alors étre considérés : l'initialisation des pa-
rametres et la valeur du taux d'apprentissage.

n

Initialisation des parametres De maniére analogue aux méthodes d'optimisation
traditionnelles, I'application d'algorithmes d'apprentissage automatique implique
d'initialiser préalablement les parameétres concernés. Dans le cas des FFNN, il s'agit
d'affecter une valeur aux matrices de poids et aux vecteurs de biais. Lorsque l'ar-
chitecture d'un réseau est faiblement profonde, il convient d'en initialiser les poids

de maniéere aléatoire a partir d'une distribution gaussienne ou uniforme. La dispa-
rité des paramétres gu'engendre une telle initialisation permet d'éviter une redon-
dance dans les fonctions apprises par les unités cachées (G ooDFELLOW et al., 2016).
Cependant, compte tenu du caractére généralement non convexe des fonctions de
colt des AE, la valeur initiale de ces paramétres a une in uence non négligeable
sur les temps d'apprentissage et les performances des modéles. Il est donc néces-
saire d'initialiser le réseau proche d'une solution pertinente en procédant de ma-
niére déterministe. Pour ce faire, I'approche classique se résume a faire varier la va-
leur de la graine du générateur de nombres pseudo-aléatoires. Ce principe d'initia-
lisation s'apparente aux taches d'optimisation hyper-paramétriques que nous dé-
taillons dans la suite de cette section.

Linitialisation du biais est quant a elle une tache moins complexe. D'apres la litté-
rature, il convient de lui affecter de faibles valeurs non nulles, telle que 1 el * (Go-
ODFELLOW et al., 2016). Cela permet d'obtenir des degrés de pré-activation positifs
et donc d'assurer la propagation du gradient.
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Taux d'apprentissage  Outre cette initialisation, il est également nécessaire d'op-
timiser la valeur du taux d'apprentissage (appelé learning rate en anglais et abrégé
Ir). Ce scalaire positif détermine la taille du pas utilisé par I'algorithme de descente

de gradient pour minimiser la fonction de codt. Dans le cas d'une valeur trop faible,
I'apprentissage sera lent et particulierement sensible aux minima locaux. A contra-
rio, un taux trop élevé générera une forte oscillation des valeurs des parametres et
menera donc a une non-convergence, voire méme a une divergence de l'algorithme
d'apprentissage (G 0oDFELLOW et al., 2016). Les auteurs de ASTRzZKEBSKIetal., 2017
ont également montré que dans le cas d'un entrainement par mini-lots, le quotient

du taux d'apprentissage par la taille des sous-ensembles était un facteur clé de la dy-
namique de l'algorithme de descente de gradient. Les résultats expérimentaux ont
révelé que ce ratio affectait fortement la généralisation des modéles.

A n de faire face a cette dif culté, il est possible d'employer des extensions de I'algo-
rithme de descente de gradient nommées algorithmes a taux d'apprentissage adap-
tatif. Ces derniers tels que delta-bar-delta (J Acoss, 1988), AdaGrad (DucHI et al.,
2011), son extension nommée RMSProp (T IELEMAN et G. HINTON, 2012) ou encore
le trés populaire Adam (D. P. K INGMA et BA, 2014), ont pour but d'adapter individuel-
lement les taux d'apprentissage des paramétres du modele en s'appuyant sur I'évo-
lution du gradient. Bien que le comportement dynamique du Ir permette d'atténuer

I'in uence de sa valeur initiale, son optimisation reste indispensable. Pour ce faire,

il est nécessaire d'adopter les mémes approches que celles utilisées pour I'optimisa-
tion hyper-paramétrique. Par ailleurs, un grand nombre d'études comparatives ont
ciblé ces divers algorithmes a taux adaptatif. Aucun consensus n'a émergé au sujet
de celui a favoriser; I'algorithme de descente de gradient s'étant montré tout aussi
robuste que ses successeurs.

1.3.2 Fonction de co(t

A nd'optimiser la distribution de sortie  p(yjx, 1) d'un modéle paramétrique su-
pervisé, il convient d'optimiser I'entropie croisée entre les étiquettes provenant de
la base d'apprentissage et celles prédites par le modéle. Cela correspond au principe
de maximum de vraisemblance. Compte tenu de I'objectif des algorithmes d'ap-
prentissage, la fonction de co(t que nous cherchons a minimiser est donc la log-
vraisemblance négative ( negative log-likelihood en anglais) qui est exprimée en é-
quation (1.6). Lintérétdu log présent dans cette derniére, est qu'il permet d'annuler
la fonction exponentielle présente dans les unités sigmoides et tangentes hyperbo-
ligues, fonction qui est source des saturations évogquées précédemment.
Etant dépendante des prédictions, la forme de la log-vraisemblance varie selon les
modeéles utilisés. Dans le cas de I'AE ou l'apprentissage est non supervisé, la don-
née x est associée a l'entrée et a la sortie du modeéle. La fonction de codt a minimi-
ser est alors exprimée sous la forme de I'équation (I.7). Tel gu'indiqgué dans B ERk-
SON, 1956, lorsque x est a valeur réelle et que les unités de sorties sont linéaires, la
log-vraisemblance négative s'apparente a une erreur quadratique moyenne ( Mean
Square Error abrégée MSE et représentée en équation (1.8)).
Au travers de I'équation (1.9), on peut également constater que la MSE est une me-
sure globale puisqu'elle permet d'évaluer la variance et le biais du modele. De ce
fait, elle est souvent utilisée comme fonction objective de substitution dans les cas
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ou les unités de sorties sont non-linéaires. En d'autres termes, elle se présente dans
le cas des AE comme une alternative possible a la log-vraisemblance négative.

Par ailleurs, cet indicateur fait partie des erreurs prévisionnelles absolues. Les élé-
ments de cette famille sont présentés dans le rapport bibliographique S HCHERBA-
Kov et al., 2013. Parmi eux, il nous semble important de mentionner la MSE norma-
lisée (NMSE). Elle permet de réduire I'in uence négative que des valeurs aberrantes
pourraient avoir sur le processus de normalisation des données d'apprentissage et
donc sur la convergence des procédures d'optimisation (P oLl et CIRILLO, 1993). Ce-
pendant, du fait que différentes méthodes de normalisation soient proposées dans

la littérature, il existe plusieurs formules de NMSE. En ce qui nhous concerne, nous
avons statué en faveur de I'équation (1.10).

J(W) £ ilogp(yjx) (1.6)

J(1) £ ilog pgécodeur (Xjh) (1.7)
1 X )

MSEA=  (xii ri) (1.8)

Nim

MSE &% Abiais? (1.9)
IR

NMSE £- —2& (1.10)

n max(x)j min (x)

Un terme de régularisation est souvent sommé a la fonction de codt a n d'as-
surer la pertinence des prédicats intermédiaires. Cela a pour effet de pénaliser la
phase d'apprentissage a n que de nouvelles propriétés soient acquises par le mo-
dele. Certains AE régularisés sont optimisés de cette maniére. C'est par exemple le
cas de I'AE parcimonieux et de I'AE contractif. Leur critére d'apprentissage implique
respectivement une pénalité de parcimonie et un terme visant & minimiser les dé-
rivées de la fonction d'encodage. Le code du premier posséde ainsi des caractéris-
tiques de parcimonie ce qui permet au modeéle de répondre a des taches annexes
pouvant étre supervisées. Le code du second s'avére quant a lui robuste aux |égéres
variations présentes dans les données d'apprentissage.

Il est également possible de régulariser un modéle en modi ant directement les
termes de sa fonction de colt. LAE débruiteur (DAE), mieux connu sous le nom
de denoising autoencoder, en est un exemple. Il est entrainé de sorte que son déco-
deur soit robuste aux |égéres perturbations de sa donnée d'entrée. Pour ce faire, sa
fonction de co(t est dé nie par I'équation (.11) ou X est une corruption de x. Cette
corruption peut étre réalisée par addition d'un bruit gaussien ou d'un bruit impul-
sionnel. Au travers de cette pénalisation, le DAE a donc pour role de débruiter son
ensemble d'entrainement ce qui le force a en apprendre la distribution ~ p(x).
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Par ailleurs, une fonction de colt hybride est utilisée dans le cas de I'AE parcimo-
nieux répondant & une tadche annexe supervisée (modéle présenté en gure (1.5)).
Comme indiquée en équation (1.12), elle correspond a la somme de deux fonctions
de colt. Dans cette derniére, Jeconstruction (1) €st associée a la tache non supervi-
sée, Jsupervisé(H) & la téche supervisée et - (h) ala pénalité de parcimonie (G. Z Hou
etal., 2012a). Compte tenu de cette fonction objective, 'apprentissage est dit semi-
supervisé.

J(W) £ ilogpdecodeur (Xjh Af (X)) (111)

J(W) Areconstruction (H) A Jsupervise(H) A- (h) (1.12)

1.3.3 Optimisation hyper-paramétrique

A n d'étre en mesure de réaliser les phases d'apprentissage et d'évaluation d'un
modele, il est tout d'abord nécessaire d'en dé nir I'architecture. Dans le cas de I'AE,
gu'il soit régularisé ou non, la dimension de la couche cachée et le type de fonctions
d'activation utilisées ont tous deux un impact non négligeable sur le sur-ajustement
et le sous-ajustement des parametres.

Dans l'optique d'optimiser ces derniers, il convient de diviser la base d'apprentis-
sage en deux sous-ensembles disjoints 1. Le premier, appelé ensemble d'entraine-
ment, est utilisé pour réaliser I'optimisation paramétrique du modele. Le second,
qui est quant a lui nommé ensemble de validation, sert a estimer I'erreur de géné-
ralisation au cours de la procédure d'optimisation. De ce fait, il permet d'évaluer
I'in uence gu'exercent les hyper-parameétres sur les performances du modeéle et est
donc utilisé pour l'optimisation hyper-paramétrique.

Compte tenu de la faible combinatoire associée a la recherche de ces valeurs opti-
males dans le cas des AE simples, il est usuel d'employer des stratégies de recherche
peu complexes telles que la recherche par grille ou la recherche aléatoire (B ERGSTRA
et BENGIO, 2012).

Bien que cette approche soit viable dans le cas de base de données volumi-
neuses (Francois LAsSsONet al., 2019), la tdche qui vise a dé nir un ensemble de
validation représentatif de celui d'entrainement s'avére complexe lorsque la quan-
tité de données est réduite. En effet, cela génére une incertitude statistique dans
I'estimation de I'erreur de généralisation, ce qui a pour conséquence de rendre ou
l'optimisation hyper-paramétrique (G OODFELLOW et al., 2016). A n de faire face a
cette dif culté, on divise communément la base d'apprentissage en plusieurs sous-
ensembles par l'intermédiaire de la validation croisée (A NDREW, 1997). Tels qu'illus-
trés en gure (1.6), ces divers sous-ensembles sont appelés des échantillons. A cha-
que itération, un échantillon est considéré comme jeu de validation tandis que les

1. La base d'apprentissage ne doit pas étre confondue avec celle de test. Bien que leurs don-
nées soient issues de la méme distribution, I'une sert a l'optimisation paramétrique et hyper-
paramétrique du modele tandis que l'autre permet d'en estimer l'erreur de généralisation. Il est
important de noter que la base de données de test ne doit en aucun cas étre considérée lors de la
procédure d'optimisation du modele (G OODFELLOW et al., 2016)
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autres sont concaténés pour former un ensemble d'entrainement. Ce processus est
réitéré jusqu'a ce que l'intégralité des sous-ensembles aient été considérée. L'esti-
mation de I'erreur de généralisation du modele, alors appelée erreur de validation
croisée, est obtenue par le biais d'une valeur moyenne.

Réaliser de la validation croisée avec un nombre important d'échantillons permet
donc de pallier l'incertitude statistique que nous venons d'évoquer. Cependant,
compte tenu du principe de fonctionnement de cette méthode, cela a un colt com-
putationnel non négligeable. A noter que dans le cas particulier ou la taille des
échantillons est égale a 1, la procédure est appelée leave-one-out (traduit littéra-
lement « tous sauf un »).

FIGURE |.6 — Cette gure provient des notes de lecture de N G, 2003. Elle illustre le principe
de fonctionnement de la méthode de validation croisée dans le cas ou la base d'entraine-
ment a été divisée en k sous-ensembles de méme dimension ( k échantillons).

1.4 De lareconstruction a la détection de nouveautés

De par son principe de fonctionnement, I'AE peut également étre appliqué en
réponse a une tache de détection de nouveautés. Tel gu'indiqué dans le rapport
bibliographique P IMENTEL et al., 2014, ce terme fait référence a un probleme de
classi cation dans lequel le comportement d'une donnée de test est comparé a celui
du jeu d'apprentissage. Selon le contexte d'application, cette tAche peut également
étre nommée détection d'anomalies ou de valeurs aberrantes.

Bien qu'il n'existe pas de dé nition universelle, les anomalies ou valeurs aberrantes
font généralement référence a des données incohérentes devant étre écartées lors
de la procédure d'optimisation des modeéles. A l'inverse, une nouveauté présente un
comportement sensiblement similaire a celui des données dites normales. Il peut
donc étre intéressant de l'intégrer a la base d'apprentissage (C HANDOLA etal., 2009).
Dans le cadre de nos travaux, nous souhaitons aider le clinicien a déterminer une
dose de médicament suf sante pour assurer la disparition des symptémes chez le
patient. Aprés validation de cette posologie, il est envisageable d'enrichir notre base
d'apprentissage avec le résultat du test global associé. De ce fait, nous faisons face a
un probleme de détection de nouveautés.

Toutefois, ces synonymes impliquent en réalité les mémes méthodes de réso-
lution. Compte tenu de la nature variable et non déterministe des données anor-
males, I'approche qui consisterait a répondre a un tel probléme par l'intermédiaire
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d'un classi eur binaire n'est pas pertinente. |l convient d'adopter une approche
uni-classe pouvant étre réalisée par le biais d'un modéle paramétrique non super-
visé tel que I'AE (SAKURADA et YAIRI, 2014).

D'un point de vue théorique, un AE régularisé et optimisé est en mesure de bien re-
construire des données similaires a celles de son jeu d'apprentissage. A contrario, le
taux d'erreur associé a la reconstruction de données anormales est censé étre éleve.
En d'autres termes, la MSE (ou NMSE) entre les données réelles et prédites est réveé-
latrice de leur degré de similitude. Il est donc concevable de seuiller cette métrique
dans l'optique de réaliser de la classi cation (H AwKINS et al., 2002).

Bien que dans un cas optimal, les distributions des erreurs de reconstruction
des données normales et anormales s'averent trés différentes, un recouvrement est
bien souvent constaté en pratique. Nous illustrons ces propos en gure (1.7). And'y
faire face, les auteurs de JAPKOWICZ et al., 1995 proposent de déterminer la valeur
seuil optimale enintégrant des données anormales dans le jeu de validation. Cepen-
dant, une telle approche est a écarter dans un contexte de classi cation uni-classe
ou seules les données normales peuvent étre utilisées pour réaliser les phases d'op-
timisation paramétrique et hyper-paramétrique (C. Z HoOU et PAFFENROTH, 2017).
Dans ce sens, la valeur seuil est généralement dé nie par application de la régle des
trois sigmas a la distribution des erreurs des données normales (C HANDOLA et al.,
2009). En fonction des contraintes associées au contexte, d'autres valeurs de per-
centiles peuvent également étre utilisées.

FIGURE |.7 — Ce schéma représente les phases de validation et de test associées au principe
de classi cation par seuil. Les densités de probabilité des données normales sont illustrées
en bleu, celle des données anormales est représentée en orange. Le seuil, qui est dé ni au
cours de la phase de validation, correspond quant a lui a I'axe vertical pointillé. Dans le
graphigue associé au test, on constate un recouvrement entre les deux distributions. Ses
effets sont retranscrits dans la matrice de confusion (tableau de droite).
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Aprés dé nition de ce seuil, il est alors possible d'évaluer I'erreur de générali-
sation du modele sur un jeu de test composé de données normales et anormales.
Pour ce faire, il convient de calculer la matrice de confusion ainsi que les différents
indicateurs de performances qui lui sont associés (la précision, le rappel ou encore
la F-mesure) (FAWCETT, 2006).

1.5 Discussion

Tel que nous I'évoquions en introduction, le but de notre proposition de CDSS
est d'aider le clinicien & déterminer la posologie optimale de médicament & admi-
nistrer & un patient victime d'un trouble de 'hémostase, c'est-a-dire prédire la dose
minimale suf sante pour assurer la disparition des symptémes. A cet effet, I'un des
objectifs de nos travaux est de développer un systéme capable de caractériser I'im-
pact gu'une administration de médicament pourrait avoir sur le risque hémorra-
gique ou thrombotique de ce patient. Compte tenu de notre contexte biologique,
nous avons proposé de développer ce systéme par la mise en série d'un modele
conditionnel et d'un modeéle de détection de nouveautés que nous souhaitons im-
plémenter par le biais de deux AE.

Du fait de la place centrale que ce modéle d'apprentissage automatique occupe
dans notre proposition de CDSS, c'est en toute logique que nous avons consacré
cette section a I'étude de son principe fonctionnement. Par la présentation du prin-
cipe de reconstruction non supervisée sur lequel repose leur structure générale et
la dé nition des contraintes dimensionnelles qui résultent des architectures sous-
complétes, nous avons tout d'abord mis en évidence la capacité qu'ont les AE a ex-
traire des caractéristiques discriminantes de données d'apprentissage non étique-
tées. En vue de les appliquer a notre proposition biologique, nous avons ensuite
détaillé les diverses étapes de leur procédure d'optimisation. A travers cette énumé-
ration, nous avons expliqué le principe de pénalisation qui est associé a la régulari-
sation des architectures sur-complétes. Cela a permis de souligner l'aptitude des AE
parcimonieux a répondre a des taches annexes supervisées.

A n de développer notre modéle conditionnel, il nous semble pertinent d'envisa-
ger une extension de I'AE. Son role étant de répondre a un probléme supervisé du
type p(yjx,c), nous proposons d'employer une architecture sur-compléte régula-
risée par une pénalité de parcimonie. A l'instar des extensions conditionnelles du
VAE, nousy intégrerons la variable c par I'ajout d'une nouvelle couche visible.

Au cours de cette section, nous avons également exposé l'applicabilité des AE aux
taches de classi cation uni-classe. Par conséquent, nous proposons d'implémenter
notre modéle de détection de nouveautés par le biais d'un AE non supervisé. En ce
qui concerne le seuillage de I'erreur de reconstruction, il conviendra d'adapter la
valeur aux contraintes imposées par le contexte biologique.
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2 \ers un plus haut degré d'abstraction :
I'auto-encodeur profond

Dans la section précédente, nous avons présenté I'AE simple, c'est-a-dire com-
posé d'une unique couche cachée. Tel que nous l'avons rapidement mentionné,
les architectures associées aux fonctions paramétriques d'encodage et de décodage
peuvent également étre composées de plusieurs couches cachées. Dans ce cas, I'AE
est dit profond (voir gure (1.8)). Dans cette partie, nous exposerons les multiples
avantages que présentent ces architectures profondes avant d'évoquer la complexité
associée a leur optimisation paramétrique et hyper-paramétrique. Nous détaille-
rons diverses solutions qui ont été proposées dans la littérature pour remédier a
cette double dif culté et discuterons de leurs champs d'application.

FIGURE 1.8 — Le graphique ci-dessous représente un AE profond composé de m couches
cachées.n couches sont dédiées a I'encodeur et ( m j n A1) au décodeur.

2.1 Intéréts théorigues de l'apprentissage profond

En vertu du caractére contractif des nombreuses couches cachées qu'elles pos-
sedent, les architectures profondes ( deep architectures en anglais) sont capables de
représenter de maniére compacte des fonctions hautement non-linéaires, fonctions
dif cilement représentables par le biais d'architectures simples (  shallow architec-
tures) (Geoffrey E HINTON et SALAKHUTDINOV, 2006; BENGIO et al., 2007 ; BENGIO,
2009).

D'apres le théoreme de I'approximation universelle (H ORNIK et al., 1989), un AE
simple possédant suf samment d'unités cachées non-linéaires est en mesure de
représenter toute fonction continue ou discréete allant d'un ensemble fermé a un
autre. Le taux d'erreur quilui est associé est cependant arbitraire. En d'autres termes,
bien que des fonctions hautement non-linéaires puissent étre approximées par le
biais d'architectures simples, ces représentations impliquent généralement un nom-
bre exponentiel d'unités cachées (G 0ODFELLOW et al., 2016). Dans le cas ou l'al-
gorithme d'apprentissage parvient a converger, l'erreur de généralisation est alors
souvent trés élevée.

Il convient alors d'utiliser des architectures profondes. Tel qu'indiqué dans Yoshua
BENGIO et Yann LECUN, 2007 :"shallow circuits are much less expressive than deep
ones". En effet, le nombre d'unités utiles a la représentation de fonctions complexes
est inversement proportionnel a la profondeur des réseaux. Par conséquent, l'aug-
mentation du nombre de couches cachées engendre une réduction exponentielle
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des connexions inter-unités et donc une forte diminution de la quantité de don-
nées nécessaires aux phases d'apprentissage (Geoffrey E HINTON et SALAKHUTDI -
NOV, 2006; LESHNO et al., 1993).

De ce fait, les performances théoriques des modeéles profonds s'avérent étre large-
ment supérieures a celles de leurs homologues a l'architecture simple (E RHAN et al.,
2010).

2.2 Complexité liée a l'optimisation paramétrique

Les fonctions de colt des architectures profondes sont des fonctions fortement
non convexes qui possédent de nombreuses régions critiques. Tel qu'indiqué dans
ERHAN et al., 2010, le nombre de minima locaux est proportionnel a la profon-
deur du réseau et s'avére étre, en régle générale, extrémement élevé. Bon nombre
d'entre eux sont associés a un faible colt et ne posent donc pas de probléme majeur.
D'autres, a contrario , impactent drastiquement I'erreur de généralisation. D AUPHIN
et al., 2014 ont également mis en avant la présence de points-selles a codt élevé
(saddle points en anglais). Il s'agit de régions plates dans lesquelles le gradient est
quasi nul. Enn, ces fonctions objectives présentent généralement des non-
linéarités nettes appelées « falaises ». Ces zones critiques sont illustrées en gure
(1.9). Elles sont associées a des dérivées trés élevées qui ont pour conséquence de
générer des sauts indésirables dans la valeur des paramétres.

Compte tenu de la complexité de cette optimisation paramétrique, l'intérét théo-
rigue des architectures profondes n'a pas toujours été véri é en pratique. Ce champ
d'études a donc connu une popularité uctuante au cours des dernieres décennies.
A n de faire face a ces dé s, c'est-a-dire obtenir une bonne convergence de la mé-
thode d'optimisation, il est possible d'initialiser le réseau proche d'une solution per-
tinente. Dans cette sous-section, nous présenterons des concepts théoriques issus
de cette piste de recherche.

FIGURE .9 — Cette gure, qui est issue de G OODFELLOW et al., 2016, illustre les zones cri-
tiques appelées « falaises ». On peut constater qu'une forte non-linéarité de la fonction de
colt J(W,b) engendre un saut indésirable des valeurs de la matrice de poids w et du biais
b. Cela peut étre pergu comme une réinitialisation involontaire des parametres du réseau.
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2.2.1 Initialisation aléatoire

Tout comme pour les architectures simples, il est également envisageable d'ini-
tialiser les AE profonds par le biais d'un générateur de nombres pseudo-aléatoires.
Au vu de ces nombreuses couches cachées, il est cependant nécessaire de normali-
ser I'échelle de la distribution initiale. En effet, bien que des poids élevés favorisent
la propagation du gradient, I'imbrication de telles transformations af nes peut étre
responsable de I'explosion de sa valeur. De faibles poids, qui permettent quant a
eux d'accroitre la généralisation du modéle, peuvent potentiellement mener a une
disparition du gradient.

A n de trouver un compromis entre optimisation et régularisation, des heuristiques

ont été proposées dans la littérature. Les plus couramment utilisées sont celles dé-
nies par G LOROT et Yoshua BENGI10, 2010 et par HE et al., 2015b. Elles dé nissent
un facteur d'échelle qui est fonction de la largeur des couches cachées. Cependant,
comme tous compromis, elles ne permettent pas d'aboutir a des solutions opti-
males.

Par ailleurs, l'approche qui consiste a faire varier la graine du générateur de
nombres pseudo-aléatoires semble également peu pertinente dans ce contexte. Ou-
tre le fait que sa valeur optimale soit étroitement liée a I'architecture du réseau, un
fort écart type est associé a son optimisation. De ce fait, il semble plus cohérent
d'envisager des stratégies d'initialisation basées sur l'apprentissage automatique
(Geoffrey E HINTON et SALAKHUTDINOV , 2006).

2.2.2 Pré-entrainement non supervisé

Une autre maniére de procéder, proposée par G. E. H INTON etal., 2006, consiste
en un pré-entrainement ( pre-training ) de l'architecture profonde par le biais d'un
algorithme gloutonnommeé "Greedy Layer-Wise Unsupervised Algorithm". Cette stra-
tégie a pour but d'initialiser le réseau de maniere itérative, couche aprés couche, en
utilisant des briques de base que sont les AE simples régularisés ou non. Lintérét
de cette approche, du fait de la forme généralement faiblement non convexe des
fonctions objectives des architectures simples, est qu'elle permet de contourner les
diverses dif cultés associées a I'optimisation des réseaux profonds. Le principe de
fonctionnement de cette méthode d'initialisation est illustré en gure (1.10). A sa-
voir que dans ce contexte d'initialisation, il est courant d'utiliser des matrices de
poids communes aux deux fonctions paramétriques des AE simples. La matrice du
décodeur Wpg correspond alors a la transposée de celle de I'encodeur W (cf. équa-
tion (1.13)). Cette contrainte, appelée tied weights, limite le nombre de parametres
du réseau et favorise donc l'optimisation (Pascal V INCENT, 2011).

Cependant, son role est uniqguement d'encoder de l'information utile dans la dis-
tribution des paramétres initiaux (Geoffrey E H INTON et SALAKHUTDINOV, 2006).
Cette procédure d'initialisation doit donc étre suivie d'une phase d'apprentissage
classique. Cette seconde étape, appelée netuning en anglais, consiste a af ner
conjointement I'ensemble des paramétres du réseau en tenant compte d'un critere
supervisé ou non supervisé.

Wg W, (1.13)
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Une étude présentée dans E RHAN et al., 2010 a montré que le pré-entrainement
pouvait étre percu comme une forme de régularisation. En effet, cet algorithme
non supervisé se base uniguement sur la distribution des données d'entrée  p(x)
pour extraire des prédicats caractéristiques. Lorsqu'un critére supervisé doit étre
respecté, I'association aux données de sortie p(yjx) est quant a elle réalisée lors de
la phase d'af nage. De ce fait, un modéle ainsi entrainé peut s'avérer fortement gé-
néralisable malgré la présence d'une faible quantité de données d'apprentissage éti-
quetées. Les auteurs de Geoffrey E HINTON et SALAKHUTDINOV , 2006 ont également
constaté une diminution des erreurs de reconstruction dans le cas des AE profonds
purement non supervisés. Cette procédure d'initialisation permet donc de dimi-
nuer le risque de sur-ajustement des parametres (régularisation) tout en amélio-
rant la convergence de l'algorithme d'apprentissage (optimisation). Cette méthode
d'initialisation présente cependant I'inconvénient gu'elle divise la phase d'appren-
tissage en deux étapes. Deux taux d'apprentissage doivent donc étre optimisés.

FIGURE I.10 — A n de pré-entrainer un AE composé de trois couches cachées, un AE simple
est tout d'abord considéré. Il est entrainé de maniére non supervisée a reconstruire la dis-
tribution des données d'entrée p(x) (étape 1). Sa fonction d'encodage est alors appliquée
dans le but d'obtenir la distribution  p(h?jx) de sa couche cachée h?. Indépendamment de
cet AE, une seconde brique de base est entrainée a reconstruire la distribution  p(h?) (étape
2). Les paramétres de ces deux modéles sont ensuite exportés de sorte a initialiser I'archi-
tecture profonde (étape 3). Lorsque que le modéle considéré posséde n couches cachées,
ce principe peut étre réitéré jusqu'a I'obtention de la distribution empirique p(h"jh"i Y. A
noter que le terme d'AE empilés ( Stacked AutoEncoderou SAE) est employé pour parler d'un
AE profond ainsi obtenu.
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2.2.3 Apprentissage par transfert

Il est également possible d'initialiser les paramétres d'un modéle supervisé en
appliguant des techniques d'apprentissage par transfert. Ces derniéres visent a réu-
tiliser dans un contexte cible, I'information apprise dans un contexte source, a n de
faciliter 'optimisation paramétrique. Lorsque ces contextes sont similaires et que le
volume de données d'apprentissage de la source est grandement supérieur a celui
de la cible, ces méthodes permettent d'améliorer considérablement la généralisa-
tion des modéles.

D'aprés le rapport bibliographique P AN et YANG, 2010, I'apprentissage par trans-
fert peut étre inductif, transductif ou non supervisé.
Lorsque les distributions des données d'entrée des contextes source et cible sont
identiqgues mais que les taches a réaliser sont Iégérement différentes, il convient
d'utiliser I'apprentissage par transfert inductif. Ce principe consiste a réutiliser I'en-
semble des caractéristiques discriminantes extraites par le premier modéle (ses cou-
ches cachées) et a ne réentrainer que le lien supervisé. Tel qu'indiqué dans K HAN
et al., 2019, des architectures profondes composées de plusieurs millions de para-
meétres sont proposées en libre acces sur internet. Les références comme AlexNet
(KrRIZHEVSKYet al., 2012), ResNet (HE et al., 2015a) ou encore VGG (SMONYAN et
ZISSERMAN, 2014) permettent de répondre ef cacement a des problémes de recon-
naissance d'images.
A l'inverse, lorsque les taches a réaliser sont identiques mais que les distributions
des données d'entrée sont légerement différentes, il est courant d'appliquer I'ap-
prentissage par transfert transductif. Egalement appelé adaptation de domaine, il
vise a af ner les paramétres du premier modéle avec le jeu d'apprentissage cible.
Les auteurs de GLOROT, BORDES et Y. BENGIO, 2011 ont effectué cette adaptation
par l'intermédiaire de SAE. A travers cette approche, il est également possible de
tirer pro t de données issues de simulation dans I'optique d'accroitre les perfor-
mances d'un modeéle sur des données expérimentales (B ousmALIS et al., 2018).
La derniére technique d'apprentissage par transfert est dite non supervisée. Elle
consiste a réutiliser dans un contexte cible, I'information qu'un modéle source a
extraite d'une base de données d'apprentissage non-étiquetée. Par conséquent, elle
est tout autant adaptée a des problemes de partitionnement de données (D Al etal.,
2008), qu'a des taches supervisées. Dans le second cas, |'apprentissage est quali &
d'autodidacte ( self-taught learning en anglais) (RAINA etal., 2007). Par ailleurs, il est
possible d'appliquer cette approche malgré la présence de légeres différences entre
les distributions source et cible.

2.2.4 Discussion

Tel qu'énoncé précédemment, les modéles profonds sont capables de représen-
ter de maniere compacte des fonctions hautement non-linéaires. En comparaison
avec leurs homologues a I'architecture simple, pour lesquels ces fonctions sont dif -
cilement représentables, cela se traduit par une réduction exponentielle du nombre
de parametres. Le pouvoir contractif de ces modéles induit donc une forte diminu-
tion de la quantité de données nécessaire a leur apprentissage.
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Compte tenu de la faible prévalence de certaines des maladies de 'hémostase et de
la complexité d'interprétation des tests globaux, il nous semble pertinent d'envisa-
ger des architectures profondes pour développer notre proposition de CDSS.

Dans le cas du modéle de détection de nouveautés, nous devrons donc réaliser I'op-
timisation paramétrigue d'un AE profond purement non supervisé. Il sera possible
d'initialiser ce modéle par application du pré-entrainement et de poursuivre I'ap-
prentissage de maniere non supervisée. Il nous semble également concevable d'ap-
pliquer des techniques d'apprentissage par transfert non supervisé a n de tirer pro-

t de données obtenues par simulation.

Loptimisation paramétrique du modeéle conditionnel semble néanmoins plus com-
plexe. En effet, bien gu'il permette d'initialiser un AE profond semi-supervise, le
pré-entrainement n'est pas applicable aux problémes dutype p(yjx,c) au sein des-
quels le critére supervisé est régi par une fonction fortement non-linéaire. Dans
de tels cas, il est nécessaire de représenter ef cacement les distributions des don-
nées d'entrée p(x) et de sortie p(y) par l'intermédiaire d'architectures profondes. A
I'heure actuelle, aucune méthode d'initialisation pour ce type d'AE n'a cependant
été proposée dans la littérature. Par ailleurs, I'approche qui consisterait a répondre
a ce type de probleme par application de I'apprentissage par transfert inductif ne
semble pas envisageable compte tenu de notre contexte d'application. Nous faisons
donc face a un premier verrou scienti que.

2.3 Complexité liée a l'optimisation hyper-paramétrique

La seconde dif culté associée a I'utilisation des réseaux profonds concerne la
dé nition des hyper-parametres. Tel que nous I'évoquions en partie (1.3), la dimen-
sion des architectures et le taux d'apprentissage sont des facteurs clés de la conver-
gence de l'algorithme de descente de gradient. A n d'obtenir une faible erreur de
généralisation, c'est-a-dire éviter le sur-apprentissage et le sous-apprentissage, il est
indispensable de les optimiser conjointement sur 'ensemble de validation. Dans le
cas des AE simples, cela peut étre réalisé en combinant la validation croisée avec
des stratégies d'optimisation peu complexes telles que la recherche par grille ou la
recherche aléatoire (B ERGSTRAet BENGIO, 2012). Cependant, le nombre d'hyper-
parametres est logiquement proportionnel a la profondeur des réseaux. De ce fait,
ces techniques s'avérent peu pertinentes dans le cas d'AE possédant de nombreuses
couches cachées (ONGMIN Yu et al., 2015; G. ZHou et al., 2012a; PRATAMA et al.,
2018). Dans cette sous-section, nous exposons diverses solutions que les chercheurs
du domaine ont envisagées pour faire face a cette grande combinatoire.

2.3.1 Approche basée sur la validation croisée

A nd'estimer I'erreur de généralisation associée a une topologie, on divise com-
munément la base de données en plusieurs sous-ensembles par l'intermédiaire de
lavalidation croisée (A NDREW, 1997). De par cette approche, il est possible de conce-
voir |'optimisation hyper-paramétrique comme une simple méthode essai-erreur.
Dans un contexte d'apprentissage profond ou de données massives ( big data), il est
donc nécessaire d'orienter cette recherche opérationnelle en employant des mé-
thodes d'optimisation combinatoire telles que les métaheuristiques (R  EAL et al.,
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2017).

Dans ce contexte, le pré-entrainement s'avere également étre une solution intéres-
sante. En effet, la combinatoire associée a I'optimisation hyper-paramétrique d'une
série de n AE simples (SAE) est nettement plus faible que celle associée a I'optimi-
sation conjointe n couches cachées (AE profond). Dans le cas trivial de la recherche
par grille, cela revient a transformer un produit de combinaisons en une simple
somme. GOODFELLOW et al., 2016 et RiIFAI etal., 2011 énoncent que les résultats ob-
tenus par ces deux approches sont différents mais que le pré-entrainement permet
de converger ef cacement vers des solutions cohérentes.

2.3.2 Approche basée sur I'apprentissage incrémental

Bien que des techniques de régularisation puissent étre employées pour limi-
ter le risque de sur-ajustement des parametres, les modeéles d'apprentissage auto-
matique sont inéluctablement spéci ques aux caractéristiques représentatives des
échantillons d'apprentissage. Par conséquent, la dif culté combinatoire que nous
venons d'évoquer s'avére d'autant plus contraignante dans un contexte ou la dis-
tribution des données d'apprentissage est susceptible d'évoluer au cours du temps
(PATINO VILCHIS et al., 2010). Dans un tel cas, I'approche basée sur la validation
croisée impliquerait de ré-optimiser continuellement l'intégralité des hyper-para-
meétres ce qui s'avere peu pertinent. A n d'éviter ces colts computationnels im-
portants et inutiles, les chercheurs du domaine suggérent d'employer l'apprentis-
sage incrémental. Initiée par les travaux de F AHLMAN et LEBIERE, 1990, cette straté-
gie d'ajustement dynamique vise a I'optimisation conjointe des parametres et des
hyper-paramétres dans le but de pallier les dif cultés induites par leur interdépen-
dance. Cela permet d'adapter et d'enrichir progressivement le modéle au | de la
phase d'apprentissage de sorte gu'il respecte I'évolution du comportement des don-
nées sur le long terme. Cette approche se présente ainsi comme une solution ad hoc
dans des contextes d'apprentissage en ux continu au sein desquels les ensembles
d'entrainement et de validation sont progressivement disponibles (Z UNIGA, Fran-
cois BREMOND et al., 2009; ZUNIGA, Francois BREMOND et al., 2011). Etant moins
colteuse que les stratégies d'optimisation hyper-paramétrique basées sur des mé-
thodes essai-erreur (G. ZHoU et al., 2012a), elle s'avére également pertinente dans
des contextes de bases de données statiques. Tel que mentionné dans l'article S UR-
ESHetal., 2008, I'apprentissage incrémental semble ainsi étre une solution promet-
teuse pour faire face aux dif cultés induites par le contexte médical (enrichisse-
ment progressif des bases de données et probléeme de reproductibilité inter- etintra-
laboratoire).

Cependant, I'ensemble des modéles d'apprentissage automatique n'est pas structu-
rellement adapté a ce type d'ajustement dynamique (P ATINO VILCHIS et al., 2010).
De ce fait, divers algorithmes spéci ques ont été développés par les chercheurs
du domaine. Dans l'optique d'éluder la dif culté combinatoire de I'optimisation
hyper-paramétrique des architectures profondes, nous allons exposer les démarches
gue certaines équipes de recherche ont entrepris pour appliquer cette stratégie aux
cas des FFNN et des AE.
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Tel que nous venons de I'évoquer, cette stratégie visant a dé nir dynamique-
ment le réseau au cours de la phase d'apprentissage a été initiée par les travaux
de FAHLMAN et LEBIERE, 1990. Au sein de ce papier, cette équipe de chercheurs a
proposé un algorithme nommé cascade-correlation. Il vise a accraoitre itérativement
l'architecture d'un FFNN initialement composé d'aucune unité cachée. A chaque
étape, un critére d'arrét basé sur la dynamique de la fonction de co(t est évalué. Si
ce dernier n'est pas satisfait, une unité cachée est alors ajoutée a l'architecture du
réseau dans le but de diminuer le taux d'erreur résiduel. Telle gu'illustrée en gure
(1.11), cette derniére est connectée a I'ensemble des unités du modéle de sorte a
accroitre progressivement la profondeur du réseau. A n d'éviter les dif cultés as-
sociées a I'entrailnement des architectures profondes, seuls les paramétres de cette
nouvelle unité et de celles de sortie sont optimisés, les autres sont quant a eux gés.
Compte tenu de ce principe, cette approche permet d'accélérer considérablement
les phases d'optimisation paramétrigue et hyper-paramétrique. Cependant, elle est
susceptible d'engendrer un sur-apprentissage du fait que la redondance de l'infor-
mation et la pertinence des unités cachées n'y soient pas évaluées.

FIGURE I.11 — Graphe d'un FFNN composé de trois unités cachées qui a été optimisé par le
biais de 'algorithme de cascade-correlation. Dans ce dernier, les noeuds correspondent aux
couches du modeéle etles éches orientées illustrent les matrices de poids.

A cette méme période, diverses propositions d'élagage des réseaux ( pruning en
anglais) ont été présentées dans la littérature (Y. L ECuUN, DENKERet al., 1990; REED,
1993). Sous-tendues par I'hypothese selon laquelle les performances d'un modéle
sur-ajusté peuvent étre obtenues par une architecture de plus faible largeur, ces
techniques visent a éliminer l'information super ue des réseaux. Pour ce faire, les
contributions statistiques de I'ensemble des paramétres sont évaluées au cours la
phase d'apprentissage par l'intermédiaire de la fonction de colt ou des diverses va-
leurs de pré-activations. Les éléments jugés inutiles, paramétres et\ou unités, sont
alors supprimés du modele ce qui induit une diminution du risque de sur-appren-
tissage ainsi qu'une facilitation des phases d'optimisation paramétrique (H AN etal.,
2015).

En combinant ces principes d'ajout et de suppression d'unités, il est possible d'op-
timiser dynamiquement l'architecture d'un réseau. A titre d'exemple, les auteurs de
BAK et al., 2009 ont appliqué cette stratégie a un contexte de suivi d'objet en ux vi-
déo. En vue de segmenter automatiquement et ef cacement un objet présent dans
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une image, c'est-a-dire le séparer de son arriere-plan, ces derniers ont ajusté in-
crémentalement la largeur d'un réseau de neurones composeé d'une unique couche
cachée. Le modéle gu'ils ont ainsi obtenu s'est avéré robuste aux variations dyna-
miques d'environnements, d'échelle et de luminosité.

G. ZHou et al., 2012a ont adapté le fondement de cette stratégie au cas non su-
pervisé des DAE simples. Lalgorithme qu'ils proposent vise a ajuster dynamique-
ment la dimension de la couche cachée de ces réseaux par I'ajout et la fusion d'uni-
tés. De maniére analogue a la cascade-correlation, il convient tout d'abord de dé -
nir un critéere d'arrét. Pour ce faire, un sous-ensemble B est constitué a partir des
données d'apprentissage mal discriminées, données pour lesquelles la valeur de la
fonction de co(t est supérieure a un seuil !. Lorsque le nombre d'éléments pré-
sents dans B est plus grand qu'un second seuil ¢, il devient nécessaire d'actualiser
la topologie du réseau. ¢ N neurones sont alors ajoutés a l'architecture dans I'op-
tique de limiter le sous-apprentissage. Les parametres de ces derniers sont initiali-
sés surB par application de I'algorithme de descente de gradient. Au cours de cette
étape, les connexions entrantes des autres unités cachées sont gées. A n d'éviter
que cette intégration ne génére un sur-apprentissage, 2 ¢ M neurones sont fusion-
nés. Les paires de neurones sources de cette redondance d'information sont identi-
ées par calcul de la matrice de similarité cosinus. Elles sont alors mergées par un
principe de pondération moyenne de sorte a obtenir ¢ M nouveaux neurones. En-
n, l'algorithme d'apprentissage est appliqué sur le jeu d'entrainement de maniére
a ajuster conjointement I'ensemble des parametres du réseau. Ce processus, qui est
illustré en gure (1.12), est réitéré jusqu'a ce que la dimensionde B soit inférieure a
e
De par cette évaluation du sous-apprentissage et du sur-apprentissage, cet algo-
rithme peut étre percu comme une forme de régularisation. Le protocole expéri-
mental mené par les auteurs de cette étude a permis de démontrer la pertinence et
la robustesse des DAE incrémentaux. Par ailleurs, ils ont également montré gu'il
était possible d'empiler ces briques de base dans le but d'obtenir une architec-
ture profonde incrémentale. Les performances ainsi obtenues se sont avérées su-
périeures a celles de DAE et SAE classiques sur diverses bases de données.
Néanmoins, cette méthode visant a déterminer I'architecture de ces réseaux non su-
pervisés implique l'utilisation de nouveaux hyper-paramétres: 1, ¢, ¢N, ¢ M ainsi
gue ladimension initiale de la couche cachée. Bien que leurs in uences soient moin-
dres, ces derniers nécessitent tout de méme d'étre optimisés. Dans leur article ad-
ditionnel (G. Z Hou et al., 2012b), diverses heuristiques sont alors proposées. Elles
ont principalement pour but de dé nir dynamiquement la valeur de ¢ N puis de
déduire ¢ M par application de I'équation (1.14) ou k est une constante. Cepen-
dant, ces stratégies ne sont pas optimales dans le sens ou une valeur k C 1 favo-
risera la croissance de l'architecture tandis que k E 1 encouragera son élagage. Elles
augmentent ainsi lI'importance de la dimension initiale de la couche cachée. Par
ailleurs, elles s'appuient également sur d'autres hyper-parametres, ce qui rend cette
proposition d'optimisation peu pertinente d'un point de vue computationnel.

¢M AKEN (1.14)
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FIGURE |.12 — Principe de fonctionnement de la proposition de G. Z Hou etal., 2012a.

Dans ce sens, PRATAMA et al., 2018 ont proposé un algorithme non hyper-para-
métrique permettant d'ajuster dynamiquement la dimension de la couche cachée
des DAE simples. Il consiste en un apprentissage en ligne sur un ux continu de
données. Pour chaque échantillon x, la contribution statistique des différentes uni-
tés cachées du réseau est évaluée par l'intermédiaire de I'erreur de reconstruction.
Pour rappel, la MSE est une mesure globale qui permet d'évaluer la variance et le
biais du modéle (cf. équation (1.9)).

A n de déterminer s'il y a présence de sous-apprentissage, il convient d'estimer

le biais dé ni en équation (1.15) ou E est I'espérance. Pour ce faire, les auteurs de
cet article proposent d'évaluer l'ineégalite (1.16) dans laquelle ). . et ¥, . repre-
sentent respectivement la valeur moyenne et I'écart type du biais associé a I'échan-
tillon x.? g]'a"ls et 3/”][,;5 sont, quant a elles, les valeurs minimales obtenues sur I'en-
semble des échantillons considérés. En ce qui concerne la variable K, sa valeur est
calculée par I'équation (1.17). Basée sur la régle des trois sigmas, elle dé nit un in-
tervalle permettant de réguler I'évolution de I'architecture quand la valeur mini-
male du biais est particulierement faible. Lorsque cette inégalité est véri ée, une

unité est ajoutée a la couche cachée dans le but de supprimer I'erreur résiduelle du
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réseau. Les valeurs de ses parametres sont alors affectées par application des équa-
tions (1.18) ou n estl'index de la nouvelle unité, et (1.19) (contrainte  tied weights).

biais(r,x) £E[r]i E[X] (1.15)
tiais A%ais . T bias AKYAI (1.16)
K £1.3exp(i (1 {")?A0.7 (1.17)
Wencodeur, A& iMSE(r, X) (1.18)
Waecodeur AW g codeur (1.19)

De la méme maniére, le sur-apprentissage est estimé par l'intermédiaire de la va-
riance qui est dé nie en équation (1.20). Dans ce cas, c'est l'inégalité (1.21) qui est
évaluée, A étant obtenue par I'équation (1.22). Lutilisation de 2 A permet de pallier
I'accroissement temporaire de la variance qui est causée par l'ajout de la nhouvelle
unité cachée. Lorsque cette inégalité est respectée, il est nécessaire de diminuer le
sur-apprentissage en éliminant l'information inutile. Lélément de la couche cachée
présentant le plus faible degré d'activation est alors supprimé.

var (r) £E[r?]i E[r]? (1.20)
Drar A¥ar . Var A2AYL (1.21)
AE1.3exp(i tMMAHA0.7 (1.22)

Suite a ces deux étapes, l'algorithme de descente de gradient stochastique est ap-
pligué sur I'échantillon x. Le principe de fonctionnement de cette proposition est
illustré en gure (1.13).

Au sein de cette méthode non hyper-paramétrique, les phases d'ajout et de suppres-
sion de neurones sont indépendantes. De ce fait, elle s'avere robuste a la dimension
initiale de la couche cachée. Cependant, I'apprentissage en ligne (stochastique) ne
fournit pas une bonne évaluation du gradient (G OODFELLOW et al., 2016). L'appli-
cation directe de cet algorithme a un contexte de bases de données statiques ne
semble donc pas étre une solution optimale.

26 FRANCOIS LASSON



Chapitre |. Etude bibliographique

FIGURE .13 — Principe de fonctionnement de la propositionde P RATAMA et al., 2018

2.3.3 Destaux d'apprentissage aléatoires : ALRAO

La dif culté associée a I'optimisation hyper-paramétrique de I'AE profond con-
cerne également la valeur du taux d'apprentissage. Compte tenu de son in uence
signi cative sur l'erreur de généralisation, cette constante s'avére interdépendante
des autres hyper-parametres de l'architecture. A n de remédier a la grande combi-
natoire qui est associée a sa calibration, différents axes de solutions ont été envisa-
gés par les chercheurs du domaine.

Nous avons précédemment mentionné les algorithmes a taux d'apprentissage adap-
tatif dont le but est d'adapter individuellement les Ir des parametres du modéle en
tenant compte de I'évolution du gradient. Néanmoins, bien que la gestion dyna-
migue de cet hyper-paramétre permette d'atténuer I'in uence de sa valeur initiale,

son optimisation demeure indispensable.

De ce fait, des stratégies de recherche opérationnelle ont également été proposées
dans la littérature. C'est par exemple le casde R EALetal., 2017 qui suggérent de réa-
liser cette optimisation par une approche basée sur des algorithmes évolutionnaires
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(il s'agit de métaheuristiques présentées en partie (3) de I'étude bibliographique) et

de GUILLEMOT etal., 2019 qui s'appuient sur de 'optimisation bayésienne. Cepen-
dant, malgré le fait qu'elles soient plus optimales gu'une simple recherche par grille,
ces stratégies impliguent la construction de bases d'observation et s'avérent donc
colteuses en ressources. Ce constat a également été fait par les auteurs de B LIER
et al., 2018, article dans lequel ils présentent leur proposition intitulée  All Learning
Rates At Once(ALRAO).

ALRAO est une solution alternative qui consiste en une modi cation des algo-
rithmes d'optimisation classiquement utilisés en apprentissage profond. Tel que
nous I'évoquions dans le paragraphe précédent, I'algorithme de descente de gra-
dient s'appuie sur un taux d'apprentissage pour optimiser les différents parameétres
du réseau. Cette constante est identique pour I'ensemble des paramétres et de-
meure statique tout au long de la phase d'entrainement. Les algorithmes a taux
d'apprentissage adaptatif s'appuient quant a eux sur un vecteur de Ir dont chacune
des valeurs est respectivement associée a un parametre du réseau. Initialisées par le
biais d'une unique constante, ces valeurs évoluent de maniére individuelle lors de
I'apprentissage. Dans le cas d'ALRAO, qui pour rappel est une proposition de modi-
cation et non un algorithme d'optimisation a proprement parler, c'est également
un vecteur de taux d'apprentissage qui est utilisé. Cependant, ses valeurs sont initia-
lisées individuellement par le biais d'un générateur de nombres pseudo-aléatoires.
L'intérét de cette approche est qu'elle permet de supprimer les dif cultés associées
a l'optimisation du taux. Linconvénient est qu'elle introduit deux hyper-
parametres : les valeurs maximale et minimale de Ir. Les inventeurs d'ALRAO se
sont intéressés a l'in uence de ces nouvelles variables. lls ont prouvé expérimen-
talement que des valeurs cohérentes mais non optimales étaient suf santes a I'ob-
tention d'une bonne convergence de l'algorithme d'apprentissage. lls ont égale-
ment montré que leur proposition, qui s'avere particulierement peu colteuse en
ressources, permettait d'obtenir des performances quasi équivalentes a celles asso-
ciées a un taux d'apprentissage optimal.

D'un point de vue théorique, ALRAO est fondé sur le fait que la dimension réelle
d'une architecture neuronale ne soit pas nécessairement identique a sa dimension
effective. Cela signi e que la quantité d'information transmise par certaines uni-
tés cachées peut potentiellement étre négligeable. Dans ce sens, des valeurs aber-
rantes dans le vecteur de taux d'apprentissage ménent simplement a une inactivité
des caractéristiques concernées. Lorsqu'elles sont minoritaires, elles générent un
potentiel sur-apprentissage mais n'affectent pas la dynamique de l'algorithme de
descente de gradient. A n d'assurer la convergence du modéle, il convient tout de
méme de les limiter. Pour ce faire, ALRAO raisonne avec des Ir propres a chaque
unité cachée et non a chaque paramétre.

De par son principe, cette stratégie est applicable a de nombreux algorithmes d'ap-
prentissage. Son intérét computationnel et sa abilité ont été prouvés expérimen-
talement pour le cas de l'algorithme de descente de gradient. En revanche, sa com-
binaison avec I'optimiseur Adam semble générer un fort sur-apprentissage et n'est
donc pas conseillée.
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2.3.4 Discussion

A n de réaliser l'optimisation hyper-paramétrique de nos modeéles profonds,
il nous semble pertinent d'envisager une approche basée sur I'apprentissage in-
crémental et la procédure ALRAO. Cela nous permettrait de faire face a cette dif-
culté combinatoire par le biais d'une stratégie quasi autonome. Seuls deux hyper-
parameétres seraient alors a dé nir : les valeurs minimale et maximale du taux d'ap-
prentissage. Une telle approche nous permettrait également d'outrepasser les pro-
bléemes de normalisation associés aux tests globaux et ainsi d'enrichir notre mo-
dele a partir de données d'apprentissage supplémentaires (S URESH et al., 2008). En
d'autres termes, nous pourrons I'envisager comme une technique d'apprentissage
par transfert.

Cependant, les diverses méthodes que nous venons d'énoncer présentent toutes
des limites dans notre cas d'étude.
En effet, la proposition de G. Z Hou et al., 2012a qui permet de dé nir dynamique-
ment des architectures profondes dans des contextes de bases de données statiques,
implique I'optimisation de nombreux d'hyper-paramétres et s'avére sensible aux di-
mensions initiales des couches cachées.
A linverse, l'approche non-paramétrique de P RATAMA et al., 2018, qui se présente
comme une solution ef cace pour optimiser des DAE simples sur des ux continus
de données, n'est pas applicable aux cas des architectures profondes et de I'appren-
tissage par mini-lot. Nos propos sont appuyés par la récente réédition de leur papier
(AsSHFAHANI et al., 2020), dans laquelle les adaptations a l'apprentissage profond et
a l'apprentissage par transfert sont énoncées a titre de perspectives.
Par ailleurs, dans l'optique de supprimer la problématique de sur-apprentissage
rencontrée dans la proposition ALRAO (B LIER et al., 2018), il pourrait étre cohérent
de lI'employer en combinaison avec l'apprentissage incrémental. Cela permettrait
de favoriser I'élagage des réseaux (pruning ) a n d'en supprimer les paramétres in-
utiles sans en dégrader les performances (Y. L ECUN, DENKER et al., 1990; ReED,
1993). Cependant, cette approche ne semble pas avoir été envisagée par les cher-
cheurs du domaine.
Bien que les divers concepts théoriques associés a ces propositions soient perti-
nents, aucune d'entre elles ne se présente comme une solution clé en main pour
répondre a notre problématique. Nous faisons donc face a un second verrou scien-
ti que.

3 Optimisation en boucle fermée

Le but de notre CDSS est d'aider le clinicien a déterminer la posologie opti-
male de médicament a administrer au patient, c'est-a-dire prédire la dose mini-
male suf sante pour assurer la disparition des symptdmes. Une telle optimisation
permet d'éviter des surdosages inutiles ce qui a pour conséquences d'améliorer la
gualité des soins et par la méme occasion, de diminuer les co(ts de traitements.
Notre problématique se modélise sous la forme d'une optimisation multi-objectif
qui consiste & minimiser un score ainsi que l'unique variable dont il dépend : la
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dose de médicament. Ce score correspond au taux d'erreur d'un modéle de détec-
tion de nouveautés ayant été entrainé sur une base composée de résultats de tests
de patients sains. Compte tenu de la nature prédictive des tests globaux, cette mé-
trique est corrélée au phénotype clinique du patient. Etudier 'apport d'une dose de
médicament se résume donc a évaluer le score associé a la cinétique résultante de
cette administration.

Bien qu'une unique variable soit a optimiser dans ce probléme de recherche opéra-
tionnelle, sa résolution n'est pas pour autant évidente. En effet, les différentes molé-
cules de médicaments de 'hnémostase ont des modeles PK/PD qui leur sont propres
et par logique, des principes d'actions différents. L'in uence d'une dose, qui est re-
étée par le biais des tests globaux, est donc spéci que a chaque médicament. Par
ailleurs, le score dépend également de la performance du modeéle de détection de
nouveautés et de celle du modele conditionnel utilisé pour simuler cette adminis-
tration. Par conséquent, la fonction résultante de l'imbrication des deux modéles
d'apprentissage automatigue envisagés est trés certainement non convexe et spéci-
que a chaque cas d'étude. A n de simpli er cette optimisation, nous raisonnerons

sur un principe de classi cation uni-classe (  sain, sain) plutdt que sur le taux d'er-
reur.

3.1 Intéréts des métaheuristiques bio-inspirées

D'apres la littérature, il est usuel de répondre a ce type de problemes par le biais
d'algorithmes d'optimisation stochastique. Tels que décrits dans M  ULLER-M ERBA-
CH, 1981, ils se présentent comme une alternative aux méthodes exactes lorsque
ces dernieres ne permettent pas de converger en un temps de calcul raisonnable.
Les métaheuristiques sont des méthodes de résolution qui consistent en une amé-
lioration itérative des variables a optimiser a n de déterminer une solution appro-
chée. Les stratégies mises en place pour parcourir I'espace des solutions sont prin-
cipalement basées sur la randomisation et la recherche locale. De ce fait, elles per-
mettent de répondre ef cacement a des problemes complexes malgré I'absence ou
le manque de connaissances de l'espace de recherche a priori . Compte tenu du
grand nombre de problémes d'optimisation rencontrés dans le secteur de l'ingé-
nierie, c'est un sujet de recherche particulierement actif. B INITHA et SIVA SATHYA,
2012 énoncent que de par sa conception et ses capacités d'adaptation, la nature est
I'exemple parfait pour l'optimisation. Les chercheurs du domaine ont donc tenté
de mimer les diverses stratégies présentes dans la nature en proposant une plu-
ralité de métaheuristiques bio-inspirées. Deux familles d'algorithmes prédominent
parmi ces derniéres.

La plus connue et plus couramment utilisée est celle des algorithmes évolu-
tionnaires. Le fondement de ces méthodes de résolution repose sur la théorie de
la sélection naturelle énoncée par Charles Darwin en 1859. Il s'agit d'algorithmes
itératifs employant le principe de recherche par population. Cela signi e que di-
verses solutions, également appelées individus, sont évaluées successivement par
le biais d'une fonction d'évaluation (ou objective). Leur stratégie d'optimisation est
basée sur les principes de croisement, de mutations aléatoires et de sélection des
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individus. De ce fait, les solutions les plus prometteuses sont recombinées a n d'en
générer de nouvelles tandis que les maoins performantes sont ignorées. Cette stra-
tégie est a la base de l'algorithme génétique, méthode d'optimisation combinatoire
proposée dans l'ouvrage H OLLAND, 1975 et considérée comme la référence des al-
gorithmes évolutionnaires. Ces derniers sont conseillés dans le cas de problemes
présentant un espace de solutions vaste, complexe et peu connu. Cependant, ils ne
s'averent pas optimaux dans le cas d'études en temps restreint, ce qui peut étre pro-
blématique lors d'une interaction clinicien-patient.

La seconde famille regroupe, quant a elle, les algorithmes basés sur lintelli-
gence distribuée (également connue sous le terme d'intelligence en essaim). Pro-
posée pour la premiére fois dans K ENNEDY et EBERHART, 1995, elle est inspirée de
la théorie du comportement social collectif. Ses méthodes emploient le principe de
recherche par population dans I'optique de simuler une intelligence collective. Un
groupe d'individus simplistes collaborent de maniére itérative a n de se déplacer
intelligemment dans I'espace des solutions. Au travers de ces interactions se forme
une organisation globale complexe semblable a celle des colonies d'insectes. L'op-
timisation par essaims particulaires (abrégée PSO), dont la stratégie est basée sur
la relation grégaire des oiseaux migrateurs, est considérée comme la référence de
cette famille d'algorithmes. Son ef cacité computationnelle et sa simplicité d'im-
plémentation ont fortement contribué a sa généralisation dans le secteur de l'ingé-
nierie et donc a la conception de nombreuses extensions de ce dernier. Certaines
consistent en une optimisation de sa stratégie de recherche, c'est par exemple le cas
de l'algorithme de colonie d'abeilles arti cielles (K ARABOGA 2005). D'autres, tels
gue l'algorithme des lucioles (  UKASIK et ZAK, 2009), permettent de répondre a des
taches d'optimisation sous contraintes. Au vu des avantages cités précédemment,
nous souhaitons concentrer nos efforts de recherche sur cette famille d'algorithmes.

3.2 Optimisation multi-objectif par essaims particulaires

D'aprés la littérature et plus particulierement l'article de C  0OELLO et al., 2003,
une extension des PSO nommée Multiple Objective Particle Swarm Optimization et
abrégée MOPSO, permet de répondre a des taches d'optimisation multi-objectif si-
milaires a celle rencontrée dans nos travaux. A n de comprendre son principe de
fonctionnement, il est tout d'abord nécessaire d'en expliciter I'algorithme originel :
le PSO.

Le PSO est une métaheuristique qui s'appuie sur une recherche par population a n
d'estimer un optimum global. Cette population ou essaim est composé d'individus
simplistes nommés particules. Chacune d'entre elles se présente sous la forme d'un
vecteur de quatre paramétres : 1) une position X', qui se traduira dans notre cas
d'étude par un couple { dose,score} 2) la meilleure position rencontrée lors des ité-
rations précédentes, notée p' 3) la meilleure position des particules voisines, notée
pY9 et 4) une vitesse v' permettant & la particule d'actualiser sa position pour les
itérations suivantes. Ce quatriéme parametre est calculé par le biais de I'équation
(1.23) dans laquelle k est l'itération considérée, c;,c, sont des constantes représen-
tant les comportements sociaux de I'essaim et r,,r, des nombres aléatoires com-
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pris dans l'intervalle [0, 1]. La formule permettant d'ajuster la position est décrite
en équation (1.24). On constate alors un comportement panurgien des particules
qui évoluent en tenant compte du meilleur élément de leur voisinage ainsi qu'un
comportement conservateur, leurs performances passées étant prises en considé-
ration dans le calcul des positions futures. La stratégie de recherche du PSO estdonc
basée sur un principe d'intelligence collective induite par des instincts individuels

et des interactions inter-voisinage. Ce voisinage peut étre de différentes natures :
soit géographique, il sera alors dynamique et dépendra des distances entre parti-
cules; soit social, c'est-a-dire statique et dé ni a l'initialisation. D'un point de vue
algorithmique, le PSO est assez simpliste. Linitialisation des positions est réalisée
de maniére aléatoire. A chaque itération et pour chaque particule, les scores sont
calculés par évaluation de la fonction objective et les valeurs de  x', p' et p9 sont
actualisées en conséquence. Les équations liées aux calculs de vitesse et de position
sont alors appliquées en prévision de l'itération suivante. Ces opérations sont répé-
tées jusqu'a ce que le critére de convergence ou d'arrét soit véri é.

Vi, VL Acira(pl i xb)Acora(p?i xi) (1.23)
X|i<A1 'CEXLAVLM (1.24)

Le PSO peut étre appliqué en réponse a des problémes d'optimisation mono-
objectif gu'ils soient continus non linéaires ou discrets. A n de résoudre un pro-
bléme d'optimisation multi-objectif, il est possible d'utiliser le MOPSO. Le terme
multi-objectif signi e que plusieurs fonctions d'évaluation sont prises en compte
lors de I'optimisation. Il s'agit donc d'une extension du PSO permettant de parcou-
rir des espaces de solutions multi-dimensionnels. Dans un tel cas, la position d'une
particule x' estexprimée par un systéme de coordonnées de dimension n otl n cor-
respond au nombre de fonctions objectives considérées. La différence entre cet al-
gorithme et le PSO réside ainsi dans la détermination des meilleures positions  p'
et pY. Pour ce faire, COELLO et al., 2003 propose d'employer I'équilibre de Pareto.
Louvrage ETNER, 2012 nous informe que ce concept a été proposé par I'économiste
Vilfredo Pareto dans son « Manuel d'économie politique » paru en 1909. Une amélio-
ration au sens de Pareto désigne une situation qui impacte positivement le sort d'au
moins un individu sans pour autant dégrader celui des autres. L'équilibre est atteint
lorsqu'aucune amélioration n'est possible. Appliquée a notre contexte, la meilleure
position est alors celle qui améliore les valeurs de I'ensemble des fonctions objec-
tives. Outre ce point, le principe de l'algorithme est inchangé.

3.3 Discussion

Tel que nous venons de I'évoquer, le MOPSO consiste en une extension du PSO
employant I'équilibre de Pareto pour répondre a des probléemes d'optimisation
multi-objectif. Au vu de sa simplicité, ce principe s'est vu appliquer a d'autres algo-
rithmes d'intelligence en essaim. C'est par exemple le cas pour l'algorithme de co-
lonie d'abeilles arti cielles (A KBARI et al., 2012) et pour celui de colonie de fourmis
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(ALAvAaet al., 2007). Cependant, nous avons choisi de concevoir un systéme d'aide
a l'individualisation de thérapies en boucle fermée en raison de I'absence de bases
de données cliniques pour les tests globaux envisagés. De ce fait, hous ne serons
pas en mesure d'évaluer la justesse clinique de la dose minimale suf sante estimée
par la métaheuristique. Dans la suite de nos travaux, nous ne chercherons donc pas
a confronter diverses méthodes d'optimisation multi-objectif mais uniquement a
appliquer le MOPSO en réponse a notre probleme.

4 Discussion générale

Au sein de cet état de I'art, nous avons concentré nos efforts de recherche sur les
deux méthodes qui ont été envisagées pour développer notre proposition de CDSS,
a savoir les AE profonds et les algorithmes d'optimisation multi-objectif.

En premier lieu, nous avons alors souhaité mettre en évidence I'applicabilité des AE
simples a notre contexte biologique. Par I'étude de leur principe de fonctionnement,
nous avons pu souligner leur aptitude a répondre a des taches de détection de nou-
veautés. Nous avons également pu constater que par l'intégration d'une nouvelle
couche visible a leur extension supervisée, nous pourrions les adapter a des pro-
blemes conditionnels du type p(yjx,c).

Compte tenu de la faible prévalence de certaines pathologies de 'hémostase et de
la complexité d'interprétation des tests globaux, il nous a ensuite semblé pertinent
d'étudier les AE profonds. Etant en mesure de représenter de maniére compacte
des fonctions hautement non-linéaires et nécessitant moins de données d'appren-
tissage que leurs homologues a l'architecture simple, ces derniers se sont présen-
tés comme des candidats prometteurs pour répondre a notre problématique biolo-
gique. Néanmoins, nous avons également constaté qu'ils s'accompagnaient d'une
double dif culté.

La premiere d'entre elles, qui concerne la procédure d'optimisation paramétrique,
est due aux multiples régions critiques que possedent les fonctions objectives des
architectures profondes. A n d'y faire face, nous avons détaillé deux techniques
d'initialisation basées sur l'apprentissage automatique : le pré-entrainement non
supervisé et l'apprentissage par transfert. Cependant, bien qu'elles soient toutes
deux envisageables dans le cas de I'AE profond purement non supervisé utilisé aux
ns de détection de nouveautés, celui du modele conditionnel s'avere plus délicat.
En effet, 'algorithme de pré-entrainement n'est pas applicable aux problemes du
type p(yjx,c) au sein desquels le critere supervisé est régi par une fonction for-
tement non-linéaire. Au vu de notre contexte d'application, I'approche basée sur
I'apprentissage par transfert semble également peu pertinente. Dans la mesure ou
la littérature du domaine ne recense aucune méthode d'initialisation de ces mo-
deles, nous faisons face a un premier verrou scienti que.

La seconde dif culté concerne, quant a elle, la procédure d'optimisation hyper-
paramétrique. A n de faire face a la grande combinatoire qui résulte de l'interdé-
pendance de ces variables, il semble pertinent d'envisager une stratégie quasi au-
tonome basée sur I'apprentissage incrémental et la procédure ALRAO. Lintérét de
cette derniere serait double : 1) limiter considérablement les colts computation-
nels; 2) enrichir progressivement les modeles en adoptant une stratégie d'appren-

MEMOIRE DE THESE 33



4. Discussion générale

tissage par transfert. Cependant, outre le fait que la combinaison de ces techniques
n'ait pas encore été étudiée par les chercheurs du domaine, les deux propositions
d'AE incrémentaux que nous avons détaillés présentent des avantages et des incon-
vénients. Nous faisons donc face a un second verrou scienti que.

En n, nous nous sommes intéressés au cas des algorithmes d'optimisation stochas-
tique en nous concentrant sur les métaheuristiques bio-inspirées. De cette étude a
résulté un algorithme bien connu du secteur de l'ingénierie : le PSO. Compte tenu
de son ef cacité computationnelle et de sa simplicité d'implémentation, il en existe
de nombreuses extensions dans la littérature. L'une d'elles, basée sur I'équilibre de
Pareto et nommée MOPSO, permet de répondre a des problémes d'optimisation
multi-objectif. Du fait de I'absence d'utilisation clinique des tests globaux, nous ne
serons pas en mesure d'évaluer la justesse de la dose minimale suf sante estimée
par le métaheuristique. Dans la suite de cette thése, nous ne chercherons donc pas
a confronter le MOPSO a d'autres algorithmes d'optimisation par essaim mais uni-
quement a l'appliquer en réponse a notre probléme biologique.
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Propositions

Résumé Par ce chapitre, nous avons souhaité apporter des solutions aux dif cul-
tés d'optimisation paramétrique et hyper-paramétrique qui ont émergé de I'état de
l'art. A cet effet, nous avons spéci é la structure générale du modéle conditionnel
profond nécessaire a notre CDSS avant d'en développer une stratégie d'initialisa-
tion par apprentissage. A l'instar du pré-entrainement non supervisé, cette derniére
a présenté un intérét pour l'optimisation paramétrique des architectures considé-
rées et exposé un effet de régularisation. Dans l'intention d'ajuster dynamiquement
et conjointement les parameétres et les hyper-paramétres d'AE profonds, nous avons
ensuite proposeé une architecture simple basée sur 'apprentissage incrémental et la
procédure de génération aléatoire des taux d'apprentissage (ALRAQ). Aprés en avoir
souligné la robustesse et la propriété de régularisation sur une base de données de
référence, nous avons envisagé ces modeles quasi autonomes comme des briques
de base utiles a la dé nition d'architectures profondes. Nous avons alors adapté les
techniques de pré-entrainement des modéles étudiés en vue de proposer deux stra-
tégies d'optimisation incrémentale : 'une étant non supervisée, l'autre condition-
nelle. Au vu de leur principe de fonctionnement, il nous a en n semblé judicieux de
les employer dans une approche d'apprentissage par transfert incrémental, propo-
sition qui s'est avérée pertinente d'un point de vue computationnel.

Le but de nos travaux de recherche est de fournir aux cliniciens un outil capable
de les accompagner dans l'analyse des résultats de tests globaux et dans I'élabo-
ration de décisions thérapeutiques. Dans cette intention, nous avons proposé de
développer un CDSS en boucle fermée utilisant un modéle d'apprentissage auto-
matique de référence : I'AE profond. La nalité de I'emploi de ce dernier est alors
double, a savoir quali er l'impact d'une injection d'un médicament sur le résultat
d'un test patient (tdche conditionnelle) et quanti er le risque d'accident hémorra-
gique ou thrombotique associé (tdche de détection de nouveautés). Pour ce faire,
nous devrons tout d'abord faire face aux dif cultés de I'optimisation paramétrique
et hyper-paramétrique qui ont émergé de I'étude bibliographique.
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Au sein de ce chapitre, nous présenterons les diverses propositions que nous avons
envisagées pour répondre a cette double complexité. A cet effet, nous consacrerons
une premiére section a la spéci cation de la structure générale de I'AE condition-
nel profond. Ayant précédemment levé la non-applicabilité de I'algorithme de pré-
entrainement non supervisé a ce type d'architecture, nous en développerons une
stratégie d'initialisation par apprentissage au sein d'une seconde sous-section. De
maniéere analogue a l'algorithme de pré-entrainement non supervisé, nous cherche-
rons principalement & mettre a pro t la procédure d'optimisation des architectures
simples. Lors d'une troisiéme section, nous tenterons de remédier a la grande com-
binatoire qui est associée a l'optimisation hyper-paramétrique des AE profonds.
Pour cela, nous tirerons tout d'abord parti de I'état de I'art pour concevoir une ar-
chitecture simple basée sur I'apprentissage incrémental et la procédure de généra-
tion aléatoire des taux d'apprentissage (ALRAO). Par la dé nition d'un algorithme
glouton fondé sur l'utilisation de ces briques de base incrémentales, nous propose-
rons ensuite une stratégie d'optimisation visant a ajuster dynamiquement les para-
metres et les hyper-paramétres de ces architectures profondes.

A n d'assurer la pertinence de ces diverses propositions théoriques, c'est-a-dire vé-
ri er qu'elles partagent les propriétés attendues, nous les évaluerons sur une base
de données de référence. Au | de ce chapitre, nous présenterons alors les divers
protocoles expérimentaux établis a cet effet et discuterons de la cohérence des ré-
sultats obtenus. Un bilan général sera en n dressé a titre de conclusion.

5 Spéci cation de I'AE conditionnel

L'un des objectifs de nos travaux est de développer un modéle capable de qua-
li er l'impact d'une injection d'un médicament sur le résultat du test global d'un
patient. En ce sens, nous faisons face a un probléme conditionnel du type  p(yjx,c)
ou c est une dose de médicament, x est le résultat biologique initial du patientet y
est celui du test réalisé a posteriori de cette administration. A n d'y répondre, nous
proposons d'employer une extension conditionnelle de I'AE ayant pour but d'ap-
proximer une fonction complexe vy Z&f“(x,c) telque f : (R",R)! R" ou n est une
valeur nie.

5.1 Une architecture simple : le CAE

Au cours de I'étude bibliographique, nous avons montré qu'il était possible de
représenter des fonctions du type y &f °(x) par le biais d'AE parcimonieux simples
entrainés de maniére semi-supervisée. Enraisonnant a l'instar du CVAE (D. K INGMA
etal., 2014 ; SOHN etal., 2015), nous avons alors proposé de développer une variante
conditionnelle de ces modéles en intégrant une nouvelle couche visible a leur archi-
tecture. Dans cette intention, deux solutions ont été envisagées : l'une vise a utili-
ser cette nouvelle information lors de la phase de reconstruction non supervisée,
c'est-a-dire a considérer la probabilité  pencodeur(hjX,c), tandis que l'autre consiste
a orienter la prédiction de la donnée y de maniére a ce que la probabilité du lien
supervisé soit égale a psypervise(yjh,c).

Bien que la premiere solution permette de faciliter l'optimisation paramétrique du
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modeéle et soit alors a favoriser dans de nombreux contextes (G OODFELLOW et al.,
2016), elle s'avére peu pertinente dans notre cas d'étude. En effet, au vu de la dis-
parité des espaces vectoriels associés aux deux données d'entrée (x 2 R" tandis
que ¢ 2 R), cette approche risquerait de limiter I'in uence de la variable condition-
nelle. Partant de ce constat, nous avons alors privilégié la seconde solution que nous
avons intitulée auto-encodeur conditionnel ( Conditional AutoEncoder abrégé CAE).
L'architecture qui résulte de cette ré exion est présentée en gure (11.1).

FIGURE Il.1 — Ce graphe représente l'architecture du CAE, modéle d'apprentissage auto-
matique semi-supervisé qui posséde deux couches de sortie. L'une est associée a la recons-
truction de x. Elle permet de répondre a une tache non supervisée pgecodeur (Xjh) telle que
r« A W;h A b,. Lautre permet de répondre au critere supervisé conditionnel
Psupervise(yjh,c) tel que y £Wyh AWccAby. En ce qui concerne la couche cachée,
son degré d'activation est obtenu par h /Ef(Wax Aby) o f est la fonction d'activation
sigmoide. Dans ces formules, b;, by et b, sont les vecteurs de biais de ces différentes
couches.

Dans la mesure ou le couple de données { x,y} est dé ni sur ( R",R"), des fonc-
tions d'activation linéaires sont utilisées pour les deux couches de sortie du modéle.
En ce qui concerne les unités cachées, la fonction ReLU qui est classiquement re-
commandée dans le cas des FFNN s'avére incompatible avec le principe de fonc-
tionnement des AE (G LOROT, BORDESet Yoshua BENGIO, 2011). La fonction d'acti-
vation sigmoide est alors employée.

Au sujet de la phase d'apprentissage du CAE, elle a pour but de minimiser la
fonction de codt hybride qui est dé nie en équation (11.1). Au sein de cette derniére,
Jreconstruction (1) évalue la tache non supervisée (cf. équation (11.2)), Jsupervise(H)
guanti e l'erreur associée au critére supervisé conditionnel (cf. équation (11.3) ou y
correspond a la prédictionde y)et- (h)estalapénalité de parcimonie (cf. équation
(11.4)). La valeur , présente dans ce terme de régularisation est une constante qui
nécessite d'étre traitée comme un hyper-paramétre.

J(K) Areconstruction (H) A Jsupervise(H) A- (h) (1.1)

Jreconstruction (1) AMSE(r, x) (1.2)
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Jsupervise(H) AMSE(Y,y) (1.3)

- (M)A jh(i)] (11.4)

5.2 Une architecture profonde : le DCAE

Tel que dé ni en introduction, I'objectif de notre proposition de CDSS est d'ai-
der les cliniciens non experts du domaine a interpréter des résultats de tests globaux
a n de les assister dans le processus d'individualisation de thérapies. Pour ce faire,
nous avons envisagé de pallier la complexité de l'interprétation de ces tests biolo-
giques en utilisant des architectures profondes.
Dans le cas du probléme conditionnel p(yjx,c), X et y sont tous deux des résultats
de tests globaux. Il convient donc de représenter de maniere compacte les distri-
butions p(x) et p(y) en développant une variante profonde de notre proposition
de CAE. Lors de I'étude bibliographique, nous avons montré que la non-linéarité
qui est associée aux diverses couches cachées d'une architecture profonde lui per-
mettait de représenter ef cacement des fonctions complexes. En vue de doter notre
modele de ce pouvoir d'abstraction, nous avons alors proposé de répondre aux
taches non supervisée pyecodeur (Xjh) et supervisée conditionnelle psyperviss(Yjh,c)
par des imbrications de fonctions paramétriques. Comme illustré en gure (11.2), les
prédicats caractéristiques de p(X) sont extraits par le biais d'un encodeur etd'un dé-
codeur profonds. La réponse au critére supervisé conditionnel consiste, quanta elle,
en une juxtaposition de couches cachées formant une architecture similaire a celle
d'un décodeur profond. Au vu de ces modi cations, nhous avons nommé ce mo-
dele auto-encodeur conditionnel profond ( Deep Conditional AutoEncoder abrégé
DCAE).

Du fait que son contexte d'application soit identique a celui du CAE, les fonc-
tions d'activation sont inchangées : les unités cachées et de sortie sont respective-
ment sigmoides et linéaires.

FIGURE II.2 — Graphe de l'architecture du DCAE au sein duquel hy,hy correspondent aux
représentations compactes des données x ety et ou ry est la reconstruction de x.
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Tel nous I'avons mentionné dans I'étude bibliographique (1.10), le pré-entraine-
ment non supervisé est une solution pertinente pour remeédier aux dif cultés de
I'optimisation paramétrique des AE profonds. Lors de ce procédé glouton, les fonc-
tions paramétriques associées a l'extraction de caractéristiques de la distribution
des données d'entrée p(x) sontinitialisées de maniére itérative. Cette approche per-
met ainsi de tirer pro t de la procédure d'optimisation des AE simples.

Lorsqu'un critere supervisé du type p(yjx) doit étre respecté (ol y est une variable
catégorielle ou continue dé nie dans R), il convient de le considérer a posteriori de
la phase d'initialisation. Les paramétres associés a la couche de sortie y sont alors
optimisés au cours de la phase d'ajustement conjoint (  netuning ) qui consiste en
une application de l'algorithme d'apprentissage sur I'ensemble du réseau.

Dans le cas du DCAE, il convient de respecter un critere supervisé conditionnel
du type p(yjx,c) avec {x,c} 2 {R",R} et y 2 R". En appliquant l'algorithme de pré-
entrainement non supervisé, nous pourrions alors initialiser les paramétres asso-
ciés a l'extraction de prédicats caractéristigues de p(x), c'est-a-dire ceux liés a
Pencodeur(NxjX) €t Pdecodeur (Xjhx). Les paramétres du critere supervisé condition-
nel psupervise(Yjhx,C) seraient quant a eux considérés a posteriori de la phase d'ini-
tialisation.

Bien que cette approche soit fonctionnelle dans le cas de I'AE profond semi-supervi-
sé, la fonction de colt Jsypervise(H) €tant associée a une architecture simple, elle
risque de mener a une mauvaise convergence de l'algorithme d'apprentissage dans
le cas du DCAE. En effet, du fait que la réponse au critere supervisé conditionnel soit
réalisée par une juxtaposition de couches cachées, la fonction de colt  Jsypervise(H)
de ce modéle est susceptible de posséder de nombreuses régions critiques. Par con-
séquent, l'algorithme de pré-entrainement non supervisé ne semble pas étre une
stratégie d'initialisation pertinente dans le cas du DCAE.

Dans la mesure ou la littérature ne recense aucune méthode d'initialisation par ap-
prentissage pour ce type d'architecture, nous faisons face a un verrou scienti que.

A n d'y répondre, hous consacrerons la section suivante a I'élaboration d'un algo-
rithme de pré-entrainement conditionnel.

6 Proposition d'un algorithme de pré-entrainement
conditionnel

Au sein de cette section, nous présenterons l'algorithme de pré-entrainement
conditionnel que nous proposons pour remédier a la complexité de l'optimisation
paramétrique des DCAE. Par la décomposition de la structure générale de ce modéle
en trois sous-architectures, nous chercherons tout d'abord a mettre en évidence le
principe de fonctionnement de cette stratégie d'initialisation par apprentissage. |l
conviendra alors d'expliciter les étapes qui constituent cet algorithme glouton, a
savoir l'initialisation paralléle de deux AE profonds et I'optimisation paramétrique
d'un CAE. En vue d'assurer le bon fonctionnement de cette proposition, c'est-a-
dire véri er qu'elle facilite I'optimisation du DCAE et qu'elle présente un effet de
régularisation similaire au pré-entrainement non supervisé, nous avons souhaité
I'évaluer sur une base de données de référence. Nous détaillerons alors le protocole
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expérimental que nous avons dé ni a cet effet avant de discuter de la cohérence des
résultats obtenus.

6.1 Principe de fonctionnement

Dans l'intention de tirer pro t de la procédure d'optimisation des AE simples,
nous avons scindé l'architecture du DCAE en diverses briques de base. Comme
l'llustre la gure (11.3), trois architectures indépendantes ont résulté de cette dé-
composition. Deux d'entre elles sont respectivement associées aux distributions des
données d'entrée p(x) et de sortie p(y) tandis que la troisieme correspond au lien
conditionnel supervisé p(hyjhy,c) ot hy et hy sont les représentations compactes
dexety.

FIGURE II.3 — Décomposition du DCAE en trois sous-architectures.

Tel que l'illustre la gure (11.4), nous proposons alors de réaliser l'initialisation
du DCAE en adoptant une stratégie gloutonne composée de deux étapes. En pre-
mier lieu, nous traiterons les fonctions paramétriques associées a l'extraction des
caractéristiques des distributions de données p(x) et p(y), en les considérant com-
me deux AE profonds. Tel que nous l'avons précédemment souligné, il est pos-
sible d'initialiser ces réseaux par apprentissage en appliquant l'algorithme de pré-
entrainement non supervisé. Etant indépendants, ces deux modeéles peuvent étre
traités en paralléle (étape 1 : pré-entrainements paralléles). A lissue de cette pre-
miére étape, nous sommes en mesure d'extraire les probabilités des couches ca-
chéeshy et hy, parinférence. Linitialisation des parametres associés au lien condi-
tionnel supervisé est alors réalisée par le biais d'un CAE entrainé a répondre au pro-
bleme p(hyjhxi1,c) (étape 2 : lien conditionnel supervise). Ces deux étapes succes-
sives permettent d'initialiser I'intégralité des couches cachées du DCAE. Il convient
alors d'exporter les diverses matrices de poids au sein de I'architecture profonde en
vue d'ajuster conjointement I'ensemble des parameétres du réseau (étape 3 : recopie
des parametres).
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FIGURE Il.4 — lllustration du principe de fonctionnement de notre proposition de pré-
entrainement conditionnel.

6.1.1 Pré-entrainements paralleles

En premier lieu, nous proposons de considérer les distributions des données
d'entrée et de sortie. Ces dernieres étant indépendantes, nous pourrons les traiter
en paralléle. En ce qui concerne p(x), nous avons pour objectif d'initialiser les para-
meétres associés apencodeur (NxjX) €t Pgécodeur (Xjhx). Pour ce faire, nous avons pré-
cédemment montré qu'il était possible d'appliquer l'algorithme de pré-entraine-
ment non supervisé. Dans le cas de p(y), ce sont les paramétres associés a
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Pdecodeur (Yihy) que nous cherchons a initialiser de maniére cohérente. A cet effet,
nous envisageons de dé nir un AE profond de méme dimension, ayant pour but
d'extraire la représentation hy de la donnée y. En raisonnant par analogie, le pré-
entrainement non supervisé de ce modeéle s'avére suf sant a I'obtention des valeurs
recherchées.

Tel que l'illustre la gure (11.5), cette approche nous permet d'initialiser les deux
sous-architectures associées a p(x) et p(y). Par inférence, nous pouvons alors dé-
duire les distributions  pencodeur (NxjX) €t Pencodeur(Nyjy).

FIGURE II.5 — lllustration de I'étape de pré-entrainements paralléles.

6.1.2 Lien conditionnel supervisé

A la suite de cette premiére étape, il convient de considérer les paramétres as-
sociés au lien conditionnel supervisé. Au vu de la place centrale que ces derniers
occupent dans l'architecture du DCAE, il n'est pas concevable de les initialiser de
maniére aléatoire. Cela générerait une rupture dans la chaine de descente de gra-
dient, ce qui aurait pour effet d'annuler l'initialisation des parameétres associés a
Pdécodeur (Yjhy). Il est donc primordial de prendre en compte ces parametres dans
la phase de pré-entrainement.

Pour ce faire, nous pouvons considérer un CAE dont le but est de répondre au pro-
bleme p(hyjhyn; 1,C) o hyp; 1 est la couche antérieure a hy. A lissue de I'étape de
pré-entrainements paralleles, nous avons connaissance des distributions des cou-
ches cachéeshyp; 1, hy ainsi que des parametres associés a la reconstruction de
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hxn; 1. Il convient alors d'initialiser aléatoirement les autres paramétres de cette
architecture simple avant d'appliquer I'algorithme de descente de gradient. La re-
présentation compacte hy est alors ajustée au cours de la phase d'apprentissage de
maniére a acquérir des propriétés supplémentaires nécessaires au respect du critére
conditionnel supervisé.

6.1.3 Ajustement conjoint des parametres

Le role des deux précédentes étapes étant uniqguement d'encoder l'information
utile dans la distribution des parameétres initiaux, il convient alors de poursuivre
I'entrainement du modéle en appliquant I'algorithme d'apprentissage. Lors de cette
phase, les parametres des trois sous-architectures précédemment considérées se-
ront ajustés de maniere conjointe.

La fonction de colt du DCAE est présentée en équation (1.1). Néanmoins, compte
tenu des propriétés de la stratégie de pré-entrainement non supervisé, il est en-
visageable d'annuler le terme de régularisation - (h) présent dans cette derniere.
En effet, I'étude E RHAN et al., 2010 présente cette technique d'initialisation comme
une forme de régularisation a part entiere. Comme indiqué dans G OODFELLOW et
al., 2016; RFAl etal., 2011, la prise en compte de pénalités de parcimonie lors de la
phase de pré-entrainement s'avére étre une condition suf sante a I'obtention d'un
modeéle profond régularisé. Dans l'optique d'omettre ce terme - (h), nous devrons
nous assurer que notre proposition de pré-entrainement conditionnel dispose de
ces mémes propriétés.

Par ailleurs, tel que nous l'avons souligné en section (2.2.3) de I'étude biblio-
graphique, la stratégie de pré-entrainement non supervisé s'avere également étre
une solution pertinente pour réaliser de I'adaptation de domaine. Cette technique
d'apprentissage par transfert permet de diminuer considérablement I'erreur de gé-
néralisation d'un modeéle lorsque les volumes de données d'apprentissage sont trés
inégaux et que leurs distributions sont sensiblement similaires. Dans cette optique,
il conviendra d'ajuster dans un contexte cible, les paramétres d'un DCAE ayant été
pré-entrainé dans un contexte source.

6.2 Evaluation sur une base de données de référence

A n d'assurer le bon fonctionnement de notre proposition, c'est-a-dire véri er
gu'elle facilite I'optimisation du DCAE et gu'elle présente un effet de régularisation
similaire au pré-entrainement non supervisé, nous avons souhaité l'appliquer sur
une base de données de référence nommée MNIST (L ECUN et al., 1998). Compo-
sée de plusieurs dizaines de milliers de chiffres manuscrits étiquetés, elle est par-
fois quali ée de « drosophile de I'apprentissage automatique » (G OODFELLOW et al.,
2016). De ce fait, elle s'avére étre une base de données idéale pour évaluer notre
stratégie de pré-entrainement conditionnel.

En ce qui concerne ses individus, ils sont représentés par des couples de données
{x,y}au sein desquels x est une image composée de 28*28 pixels (dé nie en niveaux
de gris) et y est une variable catégorielle ({ y - 9jy 2 N}).
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6.2.1 Modélisation du probléeme

Ayant pour objectif d'évaluer notre proposition, il convient de dé nir un pro-
bléme conditionnel du type p(yjx,c) a partir des données présentes dans MNIST.
Pour ce faire, nous pouvons considérer une tache de reconstruction d'images dé-
tériorées (inpainting en anglais). Tel qu'illustré en gure (I1.6), I'image est alors di-
visée en quadrants. K d'entre eux sont utilisés en entrée du modéle et (4  K) en
sortie. La valeur de K, qui est comprise dans l'intervalle {1 - K - 3jK 2 N}), régit la
complexité du probléme. Plus K est grand, plus I'image est détériorée et donc dif-
cile & reconstruire. En ce qui concerne la variable catégorielle, elle est quant a elle
utilisée a titre de condition. Son réle est d'orienter la reconstruction de maniére a
minimiser les risques de confusion entre chiffres. A titre d'exemple, les quadrants
{1,2} du chiffre 3 (cf. gure (I.6)) sont logiguement similaires a ceux des chiffres 1,

2 et 7. En ce sens, l'utilisation d'une condition permet de faciliter I'optimisation du
lien supervisé. A n d'estimer la performance du modeéle, nous devrons véri er que
les pixels reconstruits sont en cohérence avec le chiffre et le style d'écriture asso-
ciés au(x) quadrant(s) injecté(s) en entrée. Pour ce faire, nous utiliserons l'erreur de
reconstruction.

FIGURE Il.6 — Division de la base de données MNIST en quadrants. Dans cet exemple, le
DCAE est entrainé a prédire les quadrants {2, 3,4} (donnée de sortie) a partir du quadrant {1}
(donnée d'entrée x) et de I'étiquette (donnée d'entrée c).

6.2.2 Con gurations

Limplémentation des divers concepts théoriques associés a notre proposition
de pré-entrainement conditionnel a été réalisée par l'intermédiaire de la librairie
Tensor ow. Trés largement utilisée par la communauté scienti que de I'apprentis-
sage automatique, il s'agit d'une librairie de calculs numériques  open source Elle
permet de dé nir des architectures profondes par la construction de graphes au
sein desquels les nceuds sont représentés par des objets mathématiques nommés
tenseurs. Dé nis a partir d'espaces vectoriels, ces derniers sont utilisés pour re-
présenter différents ensembles de valeurs telles que les unités cachées ou les pa-
rameétres des modeles. Lintérét de cette librairie est double, a savoir : 1) elle offre la
possibilité de dé nir ef cacement nos propres topologies de réseaux, ce qui s'avére
indispensable au vu de notre proposition; 2) elle optimise les phases d'apprentis-

44 FRANCOIS LASSON



Chapitre Il. Propositions

sage et d'inférence des modeles développés. Par ailleurs, cette librairie est égale-
ment adaptée aux calculs distribués. Le code développé peut alors étre exécuté sur
différentes grappes de machines (CPU(s) ou GPU(s)) (G ERON, 2017).

Pour I'ensemble des validations expérimentales présentées dans ce manuscrit, nous
utiliserons la con guration matérielle suivante :

— Mémoire : 15 GiB

— Processeur : Intel®Core™17-6700 CPU@3.40 GHz x8
— Python:2.7.12

— Tensor ow:1.8.0

— Numpy:1.16.6

6.2.3 Expérimentation

Par cette expérimentation, nous avons souhaité véri er le bon fonctionnement
de notre proposition, c'est-a-dire s'assurer qu'elle facilite l'optimisation paramé-
trique et qu'elle présente un effet de régularisation. Dans cette intention, nous avons
adopté un protocole expérimental similaire a celui de I'étude E  RHAN et al., 2010.
Quatre DCAE ont alors été optimisés en réponse au probléme précédemment mo-
délisé au sein duquel nous avons envisagé le cas le plus complexe (le nombre de
quadrants a été dé nia K Z1). Concernant l'architecture de ces modeles, diverses
profondeurs ont été envisagées (cf. table (11.1)). De maniére a limiter les dif cultés
combinatoires associées a la procédure d'optimisation hyper-paramétrique, la lar-
geur de I'ensemble des couches cachées a été dé nie & L unités (L ayant été consi-
dérée comme un hyper-paramétre).

Sous-architecture associée a :
p(x) p(hyjhx,c) p(y)
n°l | x! hya! hx! hyq! rx | (hx,c)! hy hy! hyi! y
n°2 | x! hy1! hx! hya! rx | (hx,c)! hy hy! hy1! hyo! y
n°3 | x! hyx1! hx! hyxa! rx | (hx,c)! hy hy! hy1! hyo! hyg! y
n°4 | x! hyp! hy! hxa! rx | (hx,©)! hy | hy! hyr! hyp! hyg! hya! y

TABLEIl.1 — Description des 4 architectures utilisées lors de I'expérimentation

En vue d'optimiser cette valeur ainsi que celles des autres hyper-paramétres du
modeéle (pénalité de parcimonie et taux d'apprentissage), nous avons tout d'abord
réalisé une recherche par grille 1. Pour ce faire, I'ensemble des réseaux considérés a
été initialisé par le biais des trois méthodes suivantes :

— initialisation aléatoire en utilisant I'neuristique proposée par G LOROT et Yo-

shua BENGI0, 2010;

1. Largeur des couches cachées : L 2 {400,800,1200}, taux d'apprentissage utilisé lors du pré-
entrainement : It pretrain 2 {16 2 1ei 3,1ei %}, taux d'apprentissage dédié a I'ajustement conjoint des
paramétres : Ir 2 {lei 2, 1ei 3 1ei 4} et pénalité de parcimonie : , 2 {lei 3 1ei 4 1ei %}
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— pré-entrainement non supervisé 2;

— notre proposition : pré-entrainement conditionnel 2.

Puis, ils ont été optimisés par application de I'algorithme de descente de gra-
dient par mini-lots (la taille des lots utilisés étantde 2 & A256)2. Pour chaque con -
guration ainsi obtenue, 5 valeurs de graines ont été évaluées. Au vu de notre objectif
et du nombre important de données que présente MNIST, nous n‘avons pas jugé
utile d'employer la validation croisée. Le jeu de validation a alors été obtenu par
une séparation de la base d'apprentissage en deux sous-ensembles (ratio 80%/20%).
Nous avons néanmoins pris soin d'assurer un équilibre dans la répartition des dif-
férentes classes.

Suite a cette étape d'optimisation hyper-paramétriqgue, nous avons souhaité éva-
luer I'in uence des trois méthodes d'initialisation précédemment énoncées. A nde
montrer l'intérét que présente notre proposition pour faire face au caractére non-
déterministe de I'algorithme d'apprentissage, c'est-a-dire véri er son effet de régu-
larisation, 50 valeurs de graines ont alors été évaluées. Ayant également pour sou-
hait de véri er si la prise en compte de pénalités de parcimonie lors de la phase
de pré-entrainement conditionnel est une condition suf sante a l'obtention d'un
modéle profond régularisé, les deux fonctions objectives (11.5) et (11.6) ont été envi-
sagées pour l'ajustement conjoint des parametres initialisés par notre proposition.
Les résultats obtenus aprés application de I'algorithme de descente de gradient par
mini-lots sont présentés en gure (11.7), (11.8) et (11.9).

J(K) Areconstruction () A Jsupervise(H) A- (h) (1.5)

J(K) Areconstruction (H) A Jsupervise(H) (11.6)

FIGURE Il.7 — Représentation des taux d'erreur associés aux gures (11.8) et (11.9).

2. De maniere analogue a ERHAN etal., 2010, 50epochsont été utilisées pour le pré-entrainement
et l'entrainement. Bien que cette approche ne soit pas optimale, elle se présente comme une alterna-
tive a latechnique d'arrét précoce. En effet, cette derniére est assimilée & une forme de régularisation
et risquerait par conséquent de générer un biais dans I'expérimentation.
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FIGURE 11.8 — Diagramme en boite illustrant les taux d'erreur obtenus par les quatre mo-
deles sur le jeu de test. (1) signi e une initialisation aléatoire; (2) un pré-entrainement non
supervisé; (3) un pré-entrainement conditionnel suivi d'une optimisation de fonction ob-
jective (11.5); (4) un pré-entrainement conditionnel suivi d'une optimisation de fonction
objective (I1.6)

6.2.4 Discussion

Tel que nous pouvons aisément 'observer en gure (11.8), les moyennes et les
écarts types des distributions d'erreur sont plus faibles dans le cas de notre pro-
position. La véracité de ce propos s'avere par ailleurs étre corrélée a la profondeur
des architectures. Dans le cas ou le DCAE possede de nombreuses couches cachées
(cf. architecture 4), nous pouvons constater qu'un entrainement réalisé  a poste-
riori d'une initialisation aléatoire s'avere non déterministe et converge vers des ré-
gions différentes de la fonction objective a chaque exécution. Outre ces écarts types
conséquents, nous pouvons également noter, par le biais de la gure (11.7), que ces
régions sont associées a de mauvaises performances. Cette constatation, qui s'avére
étre en adéquation avec la littérature (cf. sous-section (2.2)), est également valable
dans le cas du pré-entrainement non supervisé. Ces résultats sont donc en accord
avec les suppositions théoriques énoncées précédemment (sous-section (5.2)) et
justi ent l'intérét de notre proposition. En effet, les DCAE initialisés par un pré-
entrainement conditionnel convergent vers des régions plus petites qui sont asso-
ciées a de meilleures performances. Par conséquent, notre méthode d'initialisation
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par apprentissage permet de faciliter I'optimisation paramétrique des DCAE pro-
fonds.

Par ailleurs cette réduction de la variance du processus d'estimation suggere égale-
ment une diminution du risque de sur-apprentissage. Cette propriété de régularisa-
tion est mise en évidence en gure (11.9). Au travers du graphique b) nous pouvons
notamment af rmer que les fonctions objectives (11.5) et (11.6) meénent a des taux
d'erreur trés similaires 3. De ce fait, nous omettrons désormais le terme de parci-
monie (- (h)) lors de la phase d'ajustement conjoint des paramétres de DCAE ini-
tialisés par notre technique de pré-entrainement conditionnel. Par cette approche,
nous pourrons nous abstraire d'un hyper-parameétre, ce qui aura pour conséquence
de simpli er la procédure d'optimisation hyper-paramétrique du modéle.

En dé nitive, notre proposition partage les propriétés attendues, a savoir faciliter
l'optimisation parameétrique et présenter un effet de régularisation. Elle s'avére donc
étre une méthode d'initialisation par apprentissage pertinente dans le cas du DCAE.
En ce qui concerne cette expérimentation, il est néanmoins possible de critiquer
la procédure d'optimisation hyper-paramétrique utilisée. Cette approche simpliste
s'est avérée étre I'unique solution envisageable pour faire face a la grande combi-
natoire de cette recherche opérationnelle. Par conséquent, il nous semble pertinent
de concevoir une stratégie d'optimisation hyper-paramétrique plus aboutie basée
sur l'apprentissage incrémental.

FIGURE I1.9 — Le graphique a) représente les taux d'erreur d'apprentissage et de test obte-
nus par l'architecture n °4. Les valeurs résultent : (1) d'une initialisation aléatoire; (2) d'un
pré-entrainement non supervisé; (3) d'un pré-entrainement conditionnel suivi d'une op-
timisation de fonction objective (11.5); (4) d'un pré-entrainement conditionnel suivi d'une
optimisation de fonction objective (11.6). Le graphique b), consiste quant a lui en un zoom
sur les valeurs issues de (3) et (4).

3. Les coef cients de corrélation linéaire calculés sur les taux d'erreur d'apprentissage et de test
sont de R? /0.82 dans le cas de la fonction objective (11.5) et de  R? A0.84 dans celui de la fonction
(11.6)
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7 Proposition d'une stratégie d'optimisation basée sur
I'apprentissage incrémental

Pour faire face a la complexité d'interprétation des résultats de tests globaux et
a la faible prévalence de certaines maladies de 'hémostase, nous avons proposé de
développer notre CDSS en utilisant des techniques d'apprentissage profond. Nous
devrons donc étre en mesure de remédier a la grande combinatoire qui est associée
a l'optimisation hyper-paramétrique des AE profonds et des DCAE.
Comme présenté lors de I'étude bibliographigque, les chercheurs du domaine sug-
gérent de réaliser cette tdche de recherche opérationnelle en ajustant conjointe-
ment et dynamiquement les paramétres et les hyper-parametres des réseaux. Dans
cette intention, nous avons développé une stratégie d'optimisation quasi autonome
basée sur l'apprentissage incrémental et la procédure ALRAO. En vue d'en expliciter
le principe de fonctionnement, nous considérerons tout d'abord le cas de I'AE in-
crémental simple. A cet effet, nous détaillerons les diverses étapes de sa procédure
d'optimisation avant de I'exposer comme une brique de base utile a la dé nition
d'architectures profondes. Il conviendra alors de présenter I'algorithme glouton que
nous avons envisageé pour optimiser les deux modeéles qui composent notre CDSS
et de souligner son intérét pour l'apprentissage par transfert. Par ailleurs, dans I'op-
tigue d'assurer la pertinence de ces propositions théoriques, nous avons souhaité
les valider sur la base de données MNIST. Nous présenterons alors les protocoles
expérimentaux que nous avons établis a cet effet et discuterons de la cohérence des
résultats obtenus.

7.1 Une brique de base : I'AE incrémental

Tel que nous I'avons précédemment souligné, les deux AE incrémentaux qui ont
émergé de notre recherche dans la littérature présentent des avantages et des incon-
vénients. Le premier est en phase avec notre cas d'application, mais s'avére com-
plexe a optimiser (G. Z Hou etal., 2012a), tandis que le second est non-paramétrique,
mais spéci que a l'apprentissage en ux continus (P RATAMA et al., 2018). Par consé-
guent, nous avons souhaité développer notre propre modele entirant pro tde leurs
intéréts ainsi que de la procédure de génération aléatoire des taux d'apprentissage
(ALRAO). Notre proposition sera détaillée dans la suite de cette sous-section.

7.1.1 Principe de fonctionnement

Le principe de fonctionnement macroscopique de notre proposition est illustré
en gure (11.10). En premier lieu, il convient de considérer la topologie initiale du ré-
seau. Bien gu'il soit possible d'en diminuer I'importance en utilisant des techniques
d'élagage, il s'agit d'un point de départ indispensable a toute procédure d'optimisa-
tion. Par conséquent, nous devrons élaborer une stratégie d'initialisation des hyper-
paramétres. D'autre part, au vu de notre contexte d'application, la procédure d'op-
timisation de ce modéle incrémental devra étre adaptée a I'apprentissage de bases
de données statiques. A l'instar de la proposition de G. Z Hou et al., 2012a, nous de-
vrons donc dé nir un critere d'arrét ainsi qu'une méthode de sélection des échan-
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tillons d'apprentissage mal discriminés. Ayant pour souhait de développer un mo-
deéle quasi autonome, nous tacherons d'y parvenir en adoptant une approche non-
paramétrique. Par ailleurs, dans l'intention d'ajuster dynamiquement les hyper-pa-
rametres de ce dernier, nous devrons étre en mesure d'évaluer la présence de sous-
apprentissage et de sur-apprentissage. Pour ce faire, nous proposons d'estimer la
contribution statistique des diverses unités cachées en procédant de maniére ana-
logue & PRATAMA et al., 2018, c'est-a-dire par une mesure de la variance et du biais.
Nous devrons néanmoins repenser leurs stratégies d'ajout et de suppression d'uni-
tés pour les adapter a un contexte d'apprentissage par mini-lots et de génération
aléatoire des taux. A chaque itération de cet algorithme d'optimisation, il convien-
dra d'harmoniser lI'ensemble des parametres du réseau. Nous les ajusterons alors
conjointement en appliquant l'algorithme de descente de gradient sur le jeu d'ap-
prentissage.

Dans l'intention de fournir une présentation microscopique du principe de fonc-
tionnement de notre proposition, chacune de ces étapes sera explicitée dans la suite
de cette sous-section.

FIGURE I1.10 — Principe de fonctionnement de notre proposition d'AE incrémental simple.

7.1.2 Initialisation de la topologie

Au méme titre que pour les méthodes d'optimisation traditionnelles, I'appren-
tissage incrémental implique de dé nir une situation initiale. Dans le cas présent,
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